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RESUMEN

Contexto: Las proteinas son moléculas con una gran diversidad de funciones en
la naturaleza. Estas poseen una propiedad medible, que es la estabilidad conforma-
ctonal, la cual se relaciona con su resistencia a altas temperaturas. Proteinas con
alta estabilidad tienen muchas aplicaciones, pero desarrollarlas en un proceso cos-
toso. Para asistir al experto en este proceso, se ha estudiado el uso de técnicas de
machine learning para la prediccion de estabilidad de proteinas mutantes.

Los vectores AASA son una representacion cuantitativa de las proteinas que ha
demostrado ser util para modelar la estabilidad en investigaciones anteriores. Sin
embargo, solo se ha aplicado en conjunto con técnicas de modelado no lineal. Si mo-
delos més simples, como lo son los lineales, tienen un desempeno de prediccion bueno
o, al menos, similar al de modelos mas complejos, los primeros son mas deseables
pues son mas interpretables y ttiles para andlisis posteriores.

Problema: Desarrollar un método para modelar la estabilidad de las mutantes
y que permita comparar modelos lineales y no lineales.

Solucion propuesta: Se propone una metodologia para determinar, empirica-
mente, si es que las técnicas de modelado lineal tienen un buen desempeno para la
prediccién de la estabilidad a partir de vectores AASA, y como su desempeno se
compara con el de técnicas de modelado no lineal. Esta metodologia es aplicada a
cuatro conjuntos de datos distintos, evaluando y comparando el desempeno de cuatro
técnicas de modelado lineal y una de modelado no lineal, usando tres variantes de
Cross-validation (CV), Nested CV, 5-Fold CV y 5x2 CV.

Resultados: Se observa que 5-Fold CV y 5x2 CV producen estimaciones de
desempeno con menos variabilidad que Nested CV, por lo que son mas fiables. Se
observa, ademas, que el desempeno de las técnicas de modelado lineal es consisten-
temente bajo a través de los distintos conjuntos de datos abordados y, en la mayoria
de los casos, inferior al desempeno de la técnica de modelado no lineal.

Conclusiones: Se observa una superioridad de los métodos no lineales, en par-
ticular de SVR con kernel RBF, en el reconocimiento de patrones en los datos.
Adicionalmente, se obtiene una metodologia reproducible, util para el andlisis de
conjuntos de datos disponibles a futuro, ya que es independiente de las técnicas de

modelado y la implementacion realizada en este trabajo es de libre acceso.

XVI



1. Introduccion

El presente capitulo parte con una descripcion a grandes rasgos del trabajo a
realizar. Luego, se detallan aspectos del contexto de la investigacion y la probleméatica
a resolver. Finalmente, se describe la propuesta de solucién y se definen las preguntas

de investigacion, objetivos y alcances del trabajo.

1.1. Descripcion de la propuesta

Dentro del area de la bioinformatica existen diversos campos de investigacion.
Uno de ellos, en el cual se enmarca este trabajo, contempla el estudio de los efectos
que producen las mutaciones en una proteina sobre su estabilidad conformacional.
Desarrollar proteinas de alta estabilidad es de gran interés, pues su desarrollo puede
contribuir a dreas como la medicina [7] y la biotecnologia [20], entre otras. Sin em-
bargo, los métodos convencionales de laboratorio para encontrar mutaciones con alta
estabilidad son sumamente costosos [16]. A raiz de ésto, una de las soluciones que
se ha explorado a lo largo de los anos es el uso técnicas de machine learning para la
prediccion de los cambios de estabilidad que produce una mutacién en particular.

En este trabajo se aplican cinco técnicas de machine learning para entrenar mo-
delos de prediccion de variacién de la estabilidad inducida por mutaciones. Esta
investigacion se enfoca en una manera en particular de codificar cuantitativamente
la informaciéon de una proteina, que son los Vectores de Autocorrelacién de Secuen-
cias de Aminoécidos (AASA por su sigla en inglés), con los cuales ya se han realizado
investigaciones anteriormente [5, 8, 9, 10, 16].

El objetivo de este trabajo es documentar, a partir de evidencia empirica, si es
que los algoritmos de machine learning que modelan relaciones lineales entre atri-

butos y variable de respuesta permiten modelar la relacion entre vectores AASA y
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estabilidad de las proteinas. Con esta idea en mente, se busca proponer una meto-
dologia reproducible de modelado predictivo que pueda ser 1til para investigaciones

futuras.

1.2. Contexto del proyecto

Las proteinas son las moléculas més versétiles presentes en organismos vivos [13],
pues cumplen una diversidad de funciones. Estas evolucionan naturalmente en me-
dios bioldgicos. Sin embargo, profesionales como genetistas crean mutaciones de ellas
en entornos de laboratorio con fines de investigacién. A partir de una proteina sal-
vaje (wild-type en inglés), se crean proteinas mutantes, las cuales son resultado de
determinadas modificaciones en la cadena de aminodacidos de la proteina original. Las
mutaciones alteran una propiedad medible de las proteinas, denominada estabilidad
conformacional. La estabilidad esta relacionada con la resistencia de la molécula a
altas temperaturas; mas estabilidad se traduce en una mayor resistencia. Asi, las
proteinas mutantes pueden tener una estabilidad mayor o menor con respecto a la
original.

Lograr desarrollar mutaciones con mayor estabilidad es de gran interés, pues éstas
tienen diversas aplicaciones, como por ejemplo en el desarrollo de medicamentos [7]
o en el estudio de aplicaciones biotecnoldgicas e industriales de enzimas [20]. La esta-
bilidad se puede medir en laboratorios utilizando varios métodos [13]. Sin embargo,
éstos pueden ser muy costosos en términos de insumos quimicos o especialistas [16].
Sumado a ésto, la cantidad de posibles mutaciones de una proteina es alta [16], lo
que eleva la cantidad de intentos que se deben realizar. Por ello, a lo largo de los anos
se ha trabajado en variados métodos computacionales que le permitan a un experto
saber de antemano cuales mutaciones podrian presentar alta estabilidad.

En [9], sus autores trabajaron una forma de representar cuantitativamente in-
formacion de proteinas y sus mutaciones, llamada Vectores de Autocorrelacion de
Secuencias de Aminodcidos (AASA por su sigla en inglés). Los vectores AASA codifi-
can un conjuntos de datos definiendo atributos, llamados descriptores, utilizados para
modelar la estabilidad conformacional. Existen varias otras maneras de representar
una proteina cuantitativamente. Sin embargo, como se senala en [9], los vectores
AASA tienen ciertas ventajas por sobre otras representaciones. Es por ello que ya

se han realizado investigaciones utilizdndola en conjunto con técnicas de machine
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de aplicacion.

Figura 1.1: Equipo de trabajo y labores de investigacion.

learning [5, 8, 10, 16].

En esta investigacién se evalta el desempeno de determinadas técnicas de machine
learning para entrenar modelos de prediccién usando datos de proteinas codificados
como vectores AASA. El trabajo es realizado por un equipo interdisciplinario com-
puesto por un Experto en Bioinformatica, un Experto en machine learning y un

Analista de Datos. Las tareas de cada miembro se detallan en la Figura 1.1.

1.3. Definicion del problema

Una de las areas de investigacion de la Bioinformatica involucra el estudio de
la creacion de proteinas de alta estabilidad a partir de mutaciones hechas a una
determinada proteina original. La problemética general a resolver se hace presente en
el proceso de medicion de la estabilidad por métodos convencionales de laboratorio.
Por cada proteina existe una gran cantidad de mutaciones posibles, de las cuales solo
una pequena parte resultan en una proteina mas estable que la original. A causa de

ello, el proceso para encontrar proteinas mas estables involucra una gran cantidad
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de ensayo y error, lo que es altamente costoso producto de la demanda de tiempo,
insumos quimicos y de personal especializado para realizar los experimentos.

En las investigaciones [5, 8, 9, 10, 16], se ha abordado esta problematica utili-
zando técnicas de machine learning para entrenar modelos de prediccion usando los
descriptores AASA. Entre dichas investigaciones, los trabajos que han abordado el
problema de predecir la variacién de la estabilidad inducida por una mutacién docu-
mentan inicamente el uso de redes neuronales y del algoritmo Suppor Vector Regres-
sion con kernel Radial Basis Function (RBF por su sigla en inglés). Estas técnicas
modelan relaciones no lineales entre descriptores y estabilidad. Hasta el momento
no se ha documentado la aplicacién de técnicas de modelado lineal. Considerando lo

anterior, surgen las siguientes preguntas:

= ;Sera que modelos entrenados con algoritmos de aprendizaje que modelan re-
laciones lineales entre predictores y respuesta, tienen un buen desempeno en la

prediccién de la estabilidad de proteinas a partir de vectores AASA?

= ;Sera que los modelos de prediccion entrenados con dichos algoritmos tienen
un desempeno similar al de modelos mas complejos como lo son aquellos en-

trenados por SVR con kernels no lineales?

Esta investigacion tiene como principal objetivo responder estas interrogantes de
manera empirica.

Resultados de investigaciones anteriores, muestran la dificultad de extraer patro-
nes de los datos cuando se trata de entrenar modelos para predecir la estabilidad
como una variable cuantitativa. No se sabe atin qué métodos pueden resultar ttiles,
por lo que es un problema abierto.

Es necesario considerar, ademas, que las investigaciones anteriores tiene ciertos
aspectos que pueden ser mejorados. Uno de ellos, es que las metodologias de mo-
delado predictivo tienen una complejidad alta producto de las técnicas de machine
learning utilizadas. Otro aspecto, es que los codigos fuente que implementan dichas
metodologias son de dificil acceso producto de la antigiiedad de las publicaciones, de
las cuales la méas reciente es del afio 2008. Estos dos aspectos pueden dificultar, en
cierto grado, la replicabilidad y reproducibilidad de dichas metodologias, ya que su
codificacién y aplicacion demanda un esfuerzo adicional. Es por ello que es necesa-

rio utilizar una metodologia de modelado lo més simple posible, con el objetivo de
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generar modelos de prediccién no solamente precisos, sino que también simples, que

puedan ser analizados posteriormente por un experto.

1.4. Propuesta de solucién

Para responder a las interrogantes planteadas, en este trabajo se propone una
metodologia de modelado predictivo, cuya implementacion sea de libre acceso, que
contemple la aplicacién y evaluacién de cuatro técnicas de machine learning de mode-
lado lineal utilizadas sobre conjuntos de datos de proteinas codificados como vectores
AASA.

En la primera etapa del trabajo se contempla llevar a cabo un analisis explora-
torio de datos, con los objetivos de determinar la presencia de patrones y anomalias
en los datos, y de extraer conocimiento acerca de los descriptores y sus relaciones.
En particular, se contempla el uso de técnicas de visualizaciéon como lo son graficos
de correlacion y mapas de calor, entre otros. Ademaés, se utilizan algoritmos de clus-
tering ampliamente conocidos como clustering jerarquico y K-means, con el objetivo
de formar agrupaciones de observaciones que den informacién sobre algin patrén
presente en los datos.

En la segunda etapa se contempla entrenar los modelos de prediccién. En los
trabajos anteriores, se ha documentado tinicamente el uso de redes neuronales y del
algoritmo SVR con kernel RBF, generando modelos no lineales y de alta complejidad.
Esto es sustentado por la premisa de que los fenémenos biolégicos son complejos por
naturaleza y, usualmente, las técnicas de modelado lineal son superadas por otras
que son capaces de modelar relaciones més complejas [5]. No se ha documentado
la aplicacion de algoritmos de modelado lineal para generar modelos de prediccién
usando vectores AASA. Se considera que existe un valor en documentar la aplicacion
de métodos mas simples para intentar resolver el problema. Es por esto que, con los
objetivos de saber si las técnicas de modelado lineal son ttiles para la prediccién
de estabilidad usando vectores AASA, y de saber si su desempeno es comparable
a alguna técnica de modelado no lineal, se contempla aplicar cuatro técnicas de
modelado lineal, Ordinary Least Square Regression (OLS), Partial Leasts Square
Regression (PLS), Ridge Regression, Lasso Regression, y una técnica de modelado
no lineal, SVR con kernel RBF y kernel polinomial.

La metodologia se aplica de manera genérica e independiente, con la idea de
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reportar los resultados obtenidos en cada caso.
Se espera que la metodologia propuesta pueda ser generalizada para investiga-
ciones futuras que requieran analisis sobre otros conjuntos de datos no abordados en

este trabajo.

1.5. Preguntas de investigacion

= RQ1: ;Sera que modelos entrenados con algoritmos de aprendizaje que mode-
lan relaciones lineales entre predictores y respuesta, tienen un buen desempeiio

en la prediccion de la estabilidad de proteinas a partir de vectores AASA?

= RQ2: ;Sera que los modelos de prediccién entrenados con dichos algoritmos
tienen un desempeno similar al de modelos més complejos como lo son aquellos

entrenados por SVR con kernels no lineales?

1.6. Objetivos

Objetivo general

Proponer y validar una metodologia de entrenamiento y evaluacién de modelos
para la prediccion de estabilidad de proteinas mutantes partir de vectores AASA,
que sea reproducible e independiente al tipo de proteina.

Objetivos especificos

1. Llevar a cabo un andlisis exploratorio de datos con el fin de extraer conoci-

miento sobre las caracteristicas de los datos.

2. Realizar un preprocesamiento de los datos, contemplando la aplicacién un al-

goritmo de seleccion de atributos.

3. Entrenar y evaluar modelos de prediccion de estabilidad que describan tanto

relaciones lineales como no lineales entre descriptores y estabilidad.
4. Comparar el desempeno de modelos lineales y no lineales.

5. Validar la reproducibilidad de la metodologia propuesta aplicdndola sobre, al

menos, tres conjuntos de datos distintos.
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1.7. Alcances

= Este trabajo contempla la implementacion de las rutinas necesarias para ejecu-
tar cada uno de los pasos de la metodologia propuesta, asi como también para

la realizacién de los experimentos y validaciones.

= Se contempla utilizar solo implementaciones de técnicas de machine learning

ya existentes.

1.8. Descripcion de contenido

El resto del documento esta estructurado en cuatro capitulos. En el Capitulo 2,
se habla sobre antecedentes relacionados tanto con el dominio de aplicacion como
con técnicas de machine learning en general. En el Capitulo 3 se habla sobre la
metodologia utilizada para realizar la investigacién. En el Capitulo 4, se presenta
el desarrollo de la investigacién y el andlisis de los resultados. Finalmente, en el

Capitulo 5 se plantean conclusiones y alternativas para trabajos futuros.



2. Marco teodrico

En este capitulo se definen y describen de manera genérica los conceptos que
se utilizan en el trabajo. En primer lugar, se describen conceptos relacionados a
machine learning en general. En segundo lugar, se presentan conceptos relacionados
al dominio de los datos y al contexto del desarrollo del trabajo. Finalmente, se
describen conceptos relacionados directamente con el desarrollo, como la metodologia

genérica y las tecnologias a utilizar.

2.1. Machine Learning

En escenarios del mundo real, existen problemas que son altamente complejos
para resolverse con un enfoque tradicional o para los cuales simplemente no existe
un algoritmo evidente que los solucione. Un ejemplo de ésto es el determinar si un
correo electronico es spam. Particularmente para éste tipo de problemas, las técnicas
de machine learning tienen ventajas por sobre otros enfoques.

A grandes rasgos, el machine learning, conocido también como aprendizaje au-
tomadtico en espanol, es la ciencia de darle a los computadores la habilidad de aprender
los datos.

Alpaydin en [1, pags. 1-4], describe el concepto de aprendizaje como el extraer
patrones a partir de un conjunto de datos disponible con el objetivo de generar una
solucion aproximada que permita realizar predicciones sobre nuevos datos.

Durante una etapa de aprendizaje, o entrenamiento, el computador busca regu-
laridades presentes en los datos y genera una aproximacion de la solucion real. Al
ser problemas complejos, en muchos casos lo mejor a lo que se puede optar es a una

solucion parcial o estimada, pero que sea lo suficientemente buena y 1util.

24
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En el campo del machine learning, se distinguen cuatro grandes tipos de apren-
dizaje: supervisado, no supervisado, semisupervisado y de reforzamiento. En este

trabajo se aplican los primeros dos.

2.2. Aprendizaje supervisado

Este tipo de aprendizaje involucra estimar una solucién a partir de ejemplos, u
observaciones, de las cuales cada una posee un conjunto de atributos y una corres-
pondiente respuesta o etiqueta asociada [12, pag. 105]. El objetivo es predecir una
variable Y, denominada comunmente variable objetivo, en funcién de un conjunto de
p variables independientes X, ..., X,,, denominadas predictores [15, pag. 15].

Aplicando un algoritmo de aprendizaje, se entrena un modelo de prediccién
a partir un conjunto de n observaciones (z1,y1), (z2,¥2)..., (Tn,yn), donde z; =
(i1, Ti2, ..., Tip) €s un vector con los valores de cada predictor para la i-ésima ob-
servacion, e y; es su correspondiente valor observado para la variable objetivo.

Los problemas de aprendizaje supervisado, a su vez, se pueden dividir en dos
grandes grupos. Si la variable respuesta Y es cuantitativa, se denominan problemas de
regresion, mientras que si es cualitativa, se denominan problemas de clasificacion [15,

pég. 28].

2.2.1. Regresion

Un problema de regresion es aquel donde la variable objetivo Y es cuantivativa, y
esta descrita por una funcion f desconocida, la cual explica la relacion real entre ésta
y un vector de entradas X, denominadas predictores. Cominmente, sin embargo, no
es posible conocer dicha funcién, por lo que la mejor solucion a la que se puede
optar es a una aproximacion de ella, una funcién f , derivada de un proceso de
entrenamiento. La funcién f , al ser una estimacién de la funcién verdadera, las
predicciones que hagamos con ella no seran siempre correctas. Asi, la prediccion Y

estd definida como

¥ = f(x) (2.1)

El proceso de entrenamiento consiste en resolver un problema de optimizacion en

el cual, a partir de un conjunto de datos de entrenamiento, se estima una funcién f
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que aproxime lo suficiente la funcién real f, minimizando una cierta funcién de error,
también llamada en inglés loss function u objective function, la cual cuantifica el error
de prediccion del modelo f en funcion de los valores predichos y los valores reales
observados de la variable de respuesta [3, pags. 41,46]. Para ésto, es necesario disponer
de una muestra de datos que sea lo mas representativa posible de la poblacién. El
coOmo se encuentra una funcién f depende del algoritmo de entrenamiento que se
utilice. No existe un algoritmo que sea mejor que otros en todos los escenarios [12,
pég. 116], pues cada uno tiene sus propias ventajas y desventajas frente a distintos

problemas. La eleccién de cudl utilizar depende del contexto.

2.2.2. Regresién lineal

La regresion lineal es una técnica de aprendizaje que asume de antemano que la
verdadera relacién entre la variable objetivo y el conjunto de predictores es apro-
ximadamente lineal [15, pdg. 63]. Cuando el modelo contempla un solo predictor,
se denomina regresién lineal simple [15, pag. 61|, mientras que cuando contempla
més de un predictor, se denomina regresion lineal maltiple [15, pag. 71]. Dado que se
asume que f es aproximada por una funcion lineal, la relacién entre variable objetivo

y predictores se puede escribir como

Y ~ By + (Z ﬁjX]) (2.2)

donde X representa el j-ésimo predictor y (; cuantifica la relacién entre dicho
predictor y la variable de objetivo. Cada coficiente 3; es interpretado como el cambio
promedio en el valor de Y correspondiente a un cambio de una unidad en el valor
del predictor X, cuando todos los demds predictores permanecen constantes.

De acuerdo a lo senalado en [15, pag. 63|, se puede decir que el modelo dado por
la Ecuacién 2.2 es la mejor aproximacion lineal de la verdadera relacion entre Y y
los predictores, y usualmente desconocida.

Dado que se desconocen los coeficientes del modelo definido por la Ecuacién 2.2,
éstos pueden ser estimados usando un conjunto de datos de entrenamiento. Asi, el
modelo de prediccién ajustado usando los datos de entrenamiento se puede escribir

CcOo1mo
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X1

Figura 2.1: Ejemplo de hiperplano de dos dimensiones para una variable de respuesta
Y, formado dos predictores, X; y Xs. Figura extraida de [15, pag. 73].

p
V=0t D AiX; (233)
j=1
donde BO, s Bp son estimaciones de [y, ... , B,. Asi, la prediccién para una obser-
vacion esta definida como
Ui = Bo + 31131'1 + 521‘7;2 + ...+ Bpxip (2.4)

donde ; es el valor predicho para de la variable objetivo correspondiente a una
observacion x;. El modelo definido por la Ecuacion 2.3 es representado graficamente
como un hiperplano de p dimensiones. En la Figura 2.1, se muestra un ejemplo de
un hiperplano bidimensional que describe la relacién entre una variable de respuesta
Y vy dos predictores X; y X,. Si fuera un solo predictor, ese plano pasaria a ser una
recta.

El modelo estimado definido por la Ecuacién 2.4, al ser una aproximacién, puede

generar predicciones distintas a los valores observados. Asi, se puede establecer que
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Yi = Ui + € (2.5)

donde ¢; corresponde a la diferencia entre el valor observado y; y el valor predicho por
el modelo ;; a dicha diferencia se le conoce también como residual. Los coeficientes
se estiman de manera que estas diferencias sean lo mas bajas posibles. Distintas

técnicas de regresion tienen distintas maneras de estimar los coeficientes.

2.2.3. Ordinary Least Squares Regression

Ordinary Least Squares Regression (OLS por su sigla en inglés) es una técnica de
regresiéon lineal que busca aquellos coeficientes que minimizan la suma del cuadrado
de los errores de predicciéon para un conjunto de n observaciones de entrenamiento.
Graficamente, significa buscar un hiperplano que minimice las distancias entre éste
y las observaciones. Para ajustar los coeficientes se define la funcién de error residual

sum of squares como

- (2.6)
- Z(yl — Bo = Bz — ... — Byriy)?
=1

donde y; - y; es la diferencia entre la i-ésima respuesta observada y;, y la prediccion
arrojada por el modelo, y;. Esta diferencia es el error de prediccién para la i-ésima
observacion. Cada diferencia es elevada al cuadrado como una manera de dejarlas
positivas.

De acuerdo a [15, pag. 61], least squares es por lejos el método més comin de-
terminar BO, e Bp. Sin embargo, éste puede tener problemas de owverfitting cuando
modelos muy complejos son entrenados usando conjuntos de datos de tamano limi-
tado [3, pag. 147], en particular cuando p > n o p ~ n [15, pag. 240]. El overfitting, o
sobreajuste en espanol, es un fenémeno que se presenta cuando los modelos se ajus-
tan demasiado a los datos de entrenamiento, perdiendo capacidad de generalizacion
[1, pdg. 39]. Los métodos de regresién Ridge y Lasso son alternativas que lidian con

este fendémeno.
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2.2.4. Ridge Regression

Ridge Regression es una técnica de regresion lineal similar a OLS, que no solo
busca minimizar el error del modelo, sino que también lidiar con el overfitting. Esto
lo logra aplicando el concepto de regularizacion, o contraccion, el que involucra in-
troducir un término de penalizacién a la funcién de error con el objetivo de restringir
el valor de los coeficientes [1, pag. 80][12, pdg. 120]. La funcién de error extendida

estd definida por la expresion

p
RSS+2Y 4" (2.7)
j=1

donde A >= 0 es un pardmetro de ajuste. El primer término, RSS, corresponde
a la suma de los cuadrados de los errores de prediccion definida anteriormente. El
segundo término )\Z?:l sz es un término de penalizacién, y tiene un efecto de
disminuir hacia cero los coeficientes §; [15, pag. 215]. Es importante notar que /3 no
es incluido en el término de penalizacién. La regularizacién penaliza la complejidad
del modelo; a mayor valor de A, més pequenos se vuelven los coeficientes [14, pag. 63]
y el modelo se vuelve mds simple [1, pag. 80].

Es aqui donde se introduce un nuevo problema. Los coeficientes estimados son
distintos para cada valor de A, por lo que es critico encontrar el valor adecuado.
Si es un valor muy pequeno, la penalizaciéon no serd tan fuerte, y tendremos un
modelo casi igual de complejo que el determinado por el método de least squares.
Por el contrario, si es un valor muy grande, los coeficientes seran tan pequenos que
el modelo se volvera extremadamente simple, y habra un underfitting, que es cuando
el modelo no logra modelar los datos de entrenamiento, pero tampoco es capaz de
generalizar. Para determinar el valor de A, usualmente se utiliza cross-validation para
seleccionar aquel valor que lleva a una mejor generalizacion.

Los coeficientes estimados usando Ridge son dependientes de la escala en la que
estan los predictores, por lo que cominmente los datos deben ser normalizados [14,
pég. 63]. Es importante senialar que éstos nunca seran cero [15, pag. 219], por lo que
los modelos generados con Ridge siempre contiene todos los p predictores y, desde

cierto punto de vista, ésto puede ser considerado una desventaja.
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2.2.5. Lasso Regression

Lasso Regression es una técnica de regresion lineal muy similar a ridge, pero que
difiere en el término de regularizacion introducido en la funcién de error. En este

caso, se busca minimizar la expresion

p
RSS+ XY |8l (2.8)
j=1

En lugar de ng) se introduce | Bj|, haciendo que la regularizacion tenga un efecto
distinto al que tiene en Ridge. Cuando el valor de A es lo suficientemente alto, algu-
nos de los coeficientes pueden volverse exactamente cero [3, pag. 145] [15, pag. 219].
Esto se debe a que el método de Lasso prefiere asignar un valor mayor a unos coefi-
cientes y desechar los otros en lugar de distribuirlo [1, pag. 352], contrario a lo que
sucede con Ridge. Esto implica que existe una seleccion de atributos, haciendo que el
modelo resultante pueda estar compuesto por un subconjunto de predictores. Desde
luego, el tener un modelo con menos predictores contribuye a una mayor interpre-
tabilidad, sobre todo cuando se trata de un problema de alta dimensionalidad. Esta

caracteristica representa una ventaja por sobre Ridge.

2.2.6. Partial Least Squares

Partial Least Squares (PLS) es una técnica de regresién lineal que internamen-
te hace una reduccion de dimensionalidad antes de ajustar un modelo lineal. Para
algin M < p, PLS construye M nuevos predictores Z,,, de los cuales cada uno es
una combinacién lineal de los p predictores originales X, ..., X,. A estos nuevos pre-
dictores se les denomina componentes principales. De acuerdo a [14, pag. 81], PLS
busca las componentes principales que tienen mas varianza y correlacién con la va-
riable de respuesta. Este proceso de reduccién de la dimensionalidad constituye una
transformacién del espacio original. En la Figura 2.2, se muestra graficamente la
tranformacién de los datos que ocurre cuando se calculan las componentes principa-
les.

Finalmente, usando los nuevos predictores 7, ..., Zy;, ajusta un modelo lineal
usando least squares, donde en lugar de estimar p+ 1 coeficientes, se estiman M + 1.

El modelo de prediccion se expresa como
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Figura 2.2: Ejemplo de la transformacién realizada por PLS antes de ajustar el mode-
lo. A la izquierda se grafican observaciones en funcién de dos predictores, Population
y Ad Spending. A la derecha se grafican las observaciones en funcién de sus compo-
nentes principales calculadas a partir de dichos predictores. Figura extraida de [15,
péag. 232].

M
Y = 6o + Z OmZim + € (2.9)

m=1

donde 6y, ..., 0, corresponden a los coeficientes asociados a las componentes prin-

cipales y z;,,, corresponde al valor de la m-ésima componente principal para la i-ésima
observacion.

PLS no es invariante a las escalas de los predictores [15, pdg. 236][14, pag. 80], por

lo que es recomendable normalizarlos cuando éstos son medidos en distintas escalas.

El valor de M se suele determinar usando cross-validation [15, pag. 238].

2.2.7. Regresion no lineal

Los métodos de regresion lineal tienden a generar modelos menos complejos y
mas interpretables. Sin embargo, al ser tan restrictivos, tienen problemas cuando
la relacion entre la variable objetivo y los predictores no es lineal. Es aqui donde
aparecen métodos de mayor flexibilidad, y que permiten definir relaciones no lineales
entre predictores y variable de respuesta. En esencia, éstos métodos extienden el
espacio original de los descriptores a uno que permita encontrar una estimacién
adecuada de la funcion f. En este trabajo, se utiliza Support Vector Regression
(SVR).
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Figura 2.3: Diferencia entre un margenes suaves y rigidos para el caso de un hiper-
plano separador unidimensional

2.2.8. Support Vector Machines

Support Vector Machines (SVM) es una técnica de ampliamente utilizada para
resolver problemas de clasificacién. Para un problema que involucra dos clases, dado
un conjunto de observaciones de entrenamiento, el algoritmo busca un hiperplano de
manera que las observaciones de una clase queden separadas de las de la otra clase.
Esto lo hace maximizando el margen, que corresponde a la minima distancia entre el
hiperplano y las observaciones [1, pag. 311] [15, pdg. 341]. En la Figura 2.3 se puede
observar como el tamano del margen define una frontera a cada lado del hiperplano;
cada frontera corresponde a una de las clases.

En el caso en que las observaciones son linealmente separables, es decir, cuando
existe un hiperplano que las separa, SVM lo encuentra y asegura que todas las
observaciones estdn al menos a un margen de distancia [15, pdg. 343]. En tal caso
el margen es considerado rigido. Sin embargo, cominmente no existe un hiperplano
que logre separar las observaciones manera exacta. Para ésto, SVM permite otorgar
cierto grado de tolerancia al error a través de un parametro C, lo que posibilita que
algunas de las observaciones de entrenamiento puedan estar del lado incorrecto de su
correspondiente frontera e, incluso, del lado incorrecto del hiperplano [1, pag. 315][15,

pag. 345]. En tal caso, el margen es considerado suave. La Figura 2.3 muestra la
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Figura 2.4: Ejemplo de kernel trick. Los datos no son separables en R?. Sin embargo,
sus proyecciones en R? dadas por una funcién kernel si lo son.

diferencia entre ambos tipos de margenes.

Las observaciones que estan del lado incorrecto de su correspondiente fronte-
ra se denominan descriptores de soporte, y de éstas depende qué tan amplio es el
margen [15, pdg. 347]. Asi, el modelo solo esta definido por un subconjunto de las
observaciones de entrenamiento, y es insensible al comportamiento de las demés [1,
pég. 314] [3, pag. 327].

El parametro C' regula el balance entre minimizacién del error y la maximizacion
del margen [1, pag. 317]. Un valor alto de C' corresponde a una mayor penalizacién
del error de clasificacién en los datos de entrenamiento, resultando asi en un margen
menos amplio. Esto puede producir un problema de overfitting [1, pag. 317], ya que
provoca que el modelo se ajuste mejor a los datos de entrenamiento. Por el contrario,
un valor bajo para C' corresponde a una menor penalizacion del error, lo que permite
ampliar el margen tolerando cierta cantidad de errores de clasificacion. Esto puede
contribuir a una mejor generalizacién, pues hace que el modelo se ajuste menos a
los datos de entrenamiento. En otras palabras, el parametro C' es un parametro
de regularizacion, similar a A en los casos de Lasso Regression y Ridge Regression.
Elegir el valor de C' es importante y, comtinmente, se hace a través de técnicas como
Cross-validation. De acuerdo a [1, pag. 318], se suele probar con valores de una escala
logarftmica (107%,107°,...,10°,10%).
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Los casos descritos hasta ahora asumen que las observaciones son, al menos,
cercanas a ser linealmente separables. Sin embargo, hay casos como el que se muestra
en la Figura 2.4a, para los cuales un hiperplano definido directamente en el espacio
original de los datos no es adecuado. Aqui es donde se introduce el concepto de
kernel trick. Este consiste en utilizar una funcién kernel que, en términos practicos,
permite trabajar con las observaciones como si estuvieran en un espacio extendido
donde las clases si son linealmente separables [1, pag. 319]. La Figura 2.4b muestra
la proyeccion en un espacio extendido de los datos mostrados en 2.4a. El espacio
extendido lo define la funcion kernel que se utiliza. Existen varias alternativas entre
las cuales se encuentran los kernels lineal, polinomial, RBF y sigmoideo. Tipicamente
no se sabe de antemano cual de todos es mejor dado un determinado problema. Es
por ello que usualmente se prueba mas de uno, y se elige el que permita generar un

mejor modelo.

2.2.9. Support Vector Regression

El algoritmo de SVM tiene una variante que extiende el algoritmo original adaptando-
lo para resolver problemas de regresion. A dicha variante se le conoce como Support
Vector Regression (SVR). La mayor parte de las caracteristicas y funcionamiento de
SVR es igual al de SVM, con unas ligeras diferencias.

El objetivo de SVR es encontrar un hiperplano que describa los datos. En caso
de que ello no sea posible en el espacio original, es posible aplicar el kernel trick
para llevarlos a un espacio en donde si puedan ser ajustados por un modelo lineal.
El modelo lineal encontrado en el espacio extendido corresponde a un modelo no
lineal en el espacio original [1, pag. 319]. La Figura 2.5 muestra un ejemplo del
kernel trick aplicado en SVR. Para el caso de regresién, en lugar de un margen, se
define € (epsilon), un parametro que determina una regién alrededor del hiperplano,
denominada tubo €. Todas las observaciones que estan a lo mas a una distancia e del
hiperplano, es decir, aquellas que estdn dentro del tubo, son ignoradas pues su error
es considerado bajo [14, pag. 435]. Por el contrario, las observaciones que estan fuera
del tubo se consideran lejanas, y contribuyen al error del modelo. Estas dltimas son,
en el caso de SVR, los vectores de soporte. El pardmetro de regularizacion C' tiene
los mismos efectos que en SVM, pues controla la cantidad de error permitido para

los vectores de soporte.
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Figura 2.5: Ejemplo de kernel trick en SVR. El modelo no lineal en el espacio original
corresponde al modelo modelo lineal en el espacio extendido.

2.3. Aprendizaje no supervisado

En un problema de aprendizaje no supervisado, al contrario del aprendizaje su-
pervisado, no es de interés predecir una variable de respuesta Y, sino descubrir regu-
laridades en las observaciones a partir inicamente de las p variables independientes
Xy, ..., X, [15, pag. 26]. En este trabajo se aplica clustering, una de las técnicas de

aprendizaje no supervisado.

2.3.1. Clustering

El clustering es una técnica que busca encontrar subgrupos de observaciones
en los datos [15, pag. 385]. Las observaciones dentro de un subgrupo deberfan ser
aquellas que son mas similares entre ellas. De manera similar, observaciones en grupos
distintos deberfan ser disimilares entre ellas. Esta técnica es ttil para la visualizacién
de patrones en los datos, por lo que es una herramienta importante en el andlisis
exploratorio de datos. De a acuerdo a [15, pdg. 386], los dos algoritmos més conocidos

de clustering son K-means y clustering jerdrquico.
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2.3.2. K-means

Es un algoritmo de agrupamiento que separa las observaciones en K clusters
distintos. La cantidad de clusters K debe ser definida de antemano. Una i-ésima
observacién pertenece unicamente a un cluster, por lo que la unién de todos los

grupos es el conjunto de datos completo. Los pasos del algoritmo son los siguientes:

1. Aleatoriamente, asignar a cada observacién un nimero de 1 a K. Esto resulta

en configuracién inicial de clusters.
2. Iterar hasta que las asignaciones de clusters no cambien:

a) Para cada cluster Cy, calcular el centroide, que es el vector de las medias
de los p predictores, calculado a partir de las observaciones pertenecientes

al cluster.

b) Asignar cada observacion al cluster cuyo centroide es el més cercano. La

cercania estd determinada por la distancia euclidiana.

La Figura 2.6 muestra un ejemplo de como funciona K-means. La idea detras de
K-means es agrupar las observaciones de manera que la variacion intra-cluster sea la
menor posible [15, pdg. 386]. Dicha variacién es una medida de qué tan cercanas, o
similares, son las observaciones de un mismo cluster entre ellas. La variacion intra-

cluster de un cluster (', esta definida como

W(Ch) = ﬁ > D (wy —aiy)’ (2.10)

ii'€Cy, j=1
donde i e ¢’ representan cada par de observaciones distintas pertenecientes a Cj. El
algoritmo K-means provee una solucion éptima local al problema de encontrar una
clusterizacion cuya suma de variaciones intra-cluster sea minima [15, pags. 387-388].
Dicha solucién es dependiente de la asignacién aleatoria inicial [15, pag. 388], por
lo que usualmente se genera mas de una clusterizacion con distintas configuraciones

iniciales, escogiendo aquella que resulta en la menor variacion intra-cluster total.

2.3.3. Clustering jerarquico

Este algoritmo se caracteriza por producir una jerarquia con respecto a la cer-

cania entre las observaciones. Dicha jerarquia se representa graficamente como un
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Figura 2.6: Ejemplo de funcionamiento de K-means con K = 3. Figura extraida de
[15, pag. 389].

dendrograma, una representacién similar a un drbol. Un dendrograma, como el mos-
trado en la Figura 2.7, grafica de abajo hacia arriba como las observaciones van
formando clusters hasta conformar una sola agrupacién. Dos clusters que se une a
una menor altura en el arbol son mas cercanos que dos clusters que se unen a una
mayor altura. En la Figura 2.7 se muestra como un mismo dendrograma, cortado
a distintas alturas, puede generar clusterizaciones con distintas cantidades de agru-
paciones. Por ello, no es necesario conocer el nimero de clusters K de antemano,
contrario a lo que sucede con K-means.

Anéloga a la distancia definida en K-means, en clustering jerarquico es necesario
definir una métrica de disimilitud. La métrica a usar depende de los datos con los
que se esta trabajando. Comunmente se utiliza la distancia euclidiana, siempre que
sea adecuada.

Existen dos tipos de clustering jerarquico. Uno es el aglomerativo, donde se parte
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Figura 2.7: Ejemplo de resultado clustering jerarquico aglomerativo. De izquierda a
derecha, se grafican las clusterizaciones correspondientes para un valor de k£ entre 1
y 3, respectivamente. Figura extraida de [15, pag. 392].

considerando cada elemento del conjunto como un cluster, y luego se van uniéndo
en funcién de su similaridad. El otro es divisivo, que al contrario del aglomerativo,
parte desde el conjunto completo como un solo cluster y va dividiendo en grupos en
funcién de su disimilitud. El aglomerativo es el mas comun de los dos.

Para un conjunto de datos de n observaciones, los pasos del algoritmo de cluste-

ring jerarquico aglomerativo son los siguientes:

1. Inicialmente es necesario tener la distancia, o disimilitud, entre cada par ob-
servaciones del conjunto de datos. Cada observacion se considera un cluster de

un elemento.
2. Parat=n,n—1,...,2:

a) Unir el par de clusters que tienen la menor disimilitud entre ellos, for-
mando un tunico cluster a partir de ambos, y quedando con un total de

1 — 1 clusters.

b) Calcular la distancia entre cada par de los i — 1 clusters.

La disimilitud entre dos clusters depende del método de enlace (linkage en inglés).

De acuerdo a [15, pag. 394-395], existen cuatro métodos comunes de enlace: complete,
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average, single y centroid, siendo los dos primeros los recomendados por el autor. A

continuacion se describen estos dos métodos de enlace:

s Complete: De todas las disimilitudes entre elementos de un cluster A y ele-
mentos de un cluster B, aquella que es mdzima es considerada la disimilitud

entre ambos clusters.

s Average: De todas las disimilitudes entre elementos de un cluster A y elementos

de un cluster B, el promedio de todas ellas es la disimilitud entre ambos clusters.

2.4. Evaluacion de modelos

A continuacién se definen las métricas y mecanismos de evaluaciéon de modelos

de prediccion a utilizar.

2.4.1. Meétricas de desempeno

Las métricas de desempeno indican, en palabras simples, qué tan bien se ajusta
el modelo a la distribuciéon de un conjunto de datos; en otras palabras, qué tan
buenas son las predicciones del modelo sobre dicho conjunto. En el contexto de los
problemas de regresién existen varias métricas. Entre las mas comunes se encuentran
R? y RMSE.

R? es una métrica que indica la proporcién de la variacién en la variable depen-
diente que es explicada por el modelo [15, pdg. 70]. Para un conjunto de datos de n

observaciones, esta métrica se define matematicamente como:

R2—1_ 2%1(% - ?52)2 (2.11)
> iy — )

donde 7 es la media de las respuestas observadas, y;, e ; es la predicciéon asociada a
la i-ésima instancia. Normalmente, R? toma valores en un rango [0, 1]. Generalmente,
valores cercanos a uno indican un buen desempeno del modelo, y valores cercanos a
cero indican un mal desempeno. Sin embargo, cuando el modelo estda muy alejado de

la tendencia de los datos observados, R? también puede tomar valores negativos.
RMSE (Root Mean Squared Error en inglés) es una métrica que mide qué tan
alejados estan los valores observados del las predicciones hechas por el modelo [15,

pég. 29]. A maés distancia, mayor es el valor de RMSE. Esta métrica se define como:
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RMSE = \/ZL(% — i)* (2.12)

RMSE Se mide en las unidades de la variable de respuesta. Un valor mas bajo

indica un buen desempeno del modelo.

2.4.2. k-Fold Cross-validation

La evaluacion de un determinado método de aprendizaje o modelo consiste en
estimar su desempeno de generalizacion, que indica qué tan buenas son las prediccio-
nes para observaciones que el modelo no ha “visto” [14, pag. 219]. Usar el desempeno
que tiene un modelo sobre los mismos datos de entrenamiento como una estimacién
del desempeno de generalizaciéon puede introducir un sesgo optimista [1, pag. 475].
Esto se debe a que los algoritmos funcionan minimizando el error de entrenamiento,
y si se fuesen a realizar predicciones sobre esos mismos datos, el error, tedricamente,
deberia ser bajo. Por esta razon, es una buena practica evaluar el desempeno de un
modelo sobre un conjunto de datos distinto al usado para entrenamiento. Ademas,
para combatir los efectos que podrian tener las particularidades tanto del conjun-
to de entrenamiento como el de pruebas, idealmente, la estimacién del desempeno
deberia hacerse sobre distintos pares de conjuntos.

En un escenario donde se tuviera una cantidad considerable de datos a disposi-
cion, bastaria con extraer multiples pares de conjuntos de entrenamiento y validacién.
Sin embargo, ésto rara vez sucede en la practica; por el contrario, los datos suelen ser
escasos. Aqui es donde entra k-Fold Cross-validation, un método de remuestreo que
permite simular lo anterior mediante la extracciéon de multiples conjuntos de datos
a partir de un tnico conjunto disponible.

k-Fold Cross-validation consiste en dividir aleatoriamente un conjunto de datos
en k partes de aproximadamente el mismo tamano, denominadas folds. Para generar
cada par, se aparta una de las k particiones como conjunto de pruebas y las k — 1
particiones restantes se combinan para formar un conjunto de entrenamiento. Esto
se repite k iteraciones, cada vez apartando una parte distinta como conjunto de
pruebas.

Cada iteracion se entrena y evalia el modelo con un par distinto de conjuntos de
entrenamiento y prueba. De ésta manera, se obtienen k puntajes de desempeno del

modelo de acuerdo a alguna métrica definida. El promedio de los puntajes representa
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Figura 2.8: Diagrama explicativo de k-Fold Cross-validation para un valor k igual a
10.

la estimacion del desempeno de generalizacion. La Figura 2.8 muestra un esquema
de como funciona un 10-Fold Cross-validation. La literatura indica que los valores

de k usados comunmente son 5y 10 [1, pag. 487] [15, pag. 184].

2.4.3. Nested Cross-validation

Cada algoritmo de entrenamiento tiene sus propios parametros de funcionamien-
to, llamados hiperpardmetros. El desempeno de los modelos entrenados por un algo-
ritmo depende, en gran parte, de la seleccion de dichos parametros. El proceso por el
cual se determina la mejor combinacién de parametros del algoritmo se denomina op-
timizacion de hiperparametros. Como mejor combinacién, usualmente, se selecciona
aquella que tiene el mejor desempeno sobre algin conjunto de datos de prueba. En
el caso de conjuntos de datos de pocas instancias, se suele seleccionar el que tiene un
mejor desempeno de generalizacién en un proceso de k-Fold Cross-validation. Luego,
el modelo es entrenado con los parametros optimizados.

Un problema se hace presente cuando se utiliza el mismo conjunto de datos para
el entrenamiento del modelo y la optimizacion de hiperparametros. En los trabajos
[23] v [6], se ha mostrado evidencia de que usar los mismos datos para ambas tareas
puede resultar en estimaciones sesgadas del desempeno de generalizacion.

Es aqui donde Nested Cross-validation entra como una alternativa para combatir
este problema. Consiste en utilizar dos ciclos de k-Fold Cross-validation de manera

anidada, donde el interno se encarga de la optimizacién de hiperparametros, y el
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Figura 2.9: Diagrama de Nested Cross-validation. Figura extraida de [18].
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externo de estimar el desempeno de generalizacion del algoritmo. De esta manera, se
asegura que ambas tareas se hagan ocupando conjuntos de datos de prueba distintos.

Por cada iteracién del ciclo externo, el conjunto de entrenamiento pasa previa-
mente por un ciclo interno de k-Fold Cross-validation, obteniendo aquella combina-
cién de hiperparametros que tenga el mejor desempeno de generalizacién en prome-
dio, y es con dicha combinacién con la que se entrena el modelo sobre el conjunto de
entrenamiento. Posteriormente, el modelo es evaluado en el conjunto de pruebas defi-
nido para esa iteracion del ciclo externo. De ésta manera, como resultado del proceso
completo se tiene una estimacién del desempeno del algoritmo, basado en los mejores
modelos que genera por cada iteracion del ciclo externo. Los valores de k pueden ser
distintos entre ciclo externo e interno. La Figura 2.9 ilustra el proceso completo con
un 5-Fold Cross-validation para el ciclo externo y un 2-Fold Cross-validation para el

ciclo interno.
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2.4.4. 5x2 Cross-validation

5x2 Cross-validation es un método de validaciéon similar a k-Fold Cross-validation.
Este consiste en 5 iteraciones, donde en cada una el conjunto de datos es dividido
aleatoriamente en dos partes de similar tamano; primero se utiliza un fold para
entrenamiento y el otro para pruebas, y luego sus roles se invierten. De ésta manera,
por cada iteracién se tienen dos puntajes. Para las 5 iteraciones, se tiene un total
de 10 puntajes. La estimacién del desempeno de generalizacion esta dada por el
promedio de los diez puntajes. Cabe mencionar que el muestreo aleatorio realizado
en una iteracién es independiente del muestreo hecho en las otras iteraciones. Este

método de validacion se define formalmente en [1, pdg. 488].

2.5. Preprocesamiento de datos

En esta seccion se detallan describen las técnicas utilizadas para el preprocesa-

miento de datos.

2.5.1. Normalizacién Z-Score

La féormula de normalizacion Z-Score, definida en la Ecuacién 2.13, se utiliza
para transformar la distribucion de una variable X en una cuya media y desviacién

estandar sean 0 y 1, respectivamente.

(2.13)

donde x es el valor de X a normalizar, 1 y o son la media y la desviacion estandar

de X, respectivamente.

2.5.2. Coeficiente de correlacion de Pearson

El coeficiente de correlacion de Pearson es un estadistico que indica la potencia
y la direccién de una relacién lineal entre dos variables. Varia entre -1 y 1. Un
coeficiente de que tiende a -1, indica que cuando el valor de una variable incrementa,
el de la otra decrementa. Un coeficiente que tiende a 1 indica que cuando el valor

de una variable incrementa, el de la otra también lo hace. Un coeficiente igual a 0
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indica que no existe una relacién lineal entre las variables. El coeficiente para dos

variables X e Y se calcula como

r= 2 i1 (@i — ) (yi — ) 2.14
VL@ — 2P - ) (2.14)

2.5.3. Algoritmo de Seleccion de Atributos Relief

Relief es un algoritmo de seleccién de atributos que, a partir de un conjunto de
datos, calcula un puntaje para cada uno de los atributos, el cual representa su rele-
vancia para distinguir la variable objetivo. Existe una familia de algoritmos basados
en Relief (Relief-based Algorithms (RBAs) en inglés). De acuerdo a [22], los RBAs
logran detectar interacciones entre atributos sin la necesidad de hacer una btsqueda
de subconjuntos de atributos.

Para un conjunto de datos con una cantidad de atributos a, el algoritmo funciona

a grandes rasgos de la siguiente manera:

1. Inicializar la relevancia de todos los a atributos en 0.
2. Para m instancias R; seleccionadas aleatoriamente:

a) Determinar la instancia més cercana a R; que sea de la misma clase (H),

y la més cercana de la clase contraria (M).

b) Por cada atributo A, actualizar su relevancia en funcién de la diferencia

de los valores de dicho atributo entre R; y M, y ente R; y H.

Un atributo A incrementa su relevancia en el paso 2b, si es que la diferencia de
los valores para dicho atributo entre instancias de la misma clase es baja y si la
diferencia entre instancias de distinta clase es alta. En el Paso 1, para determinar
las instancias mas cercanas, Relief utiliza la distancia euclidiana. Esto hace que, de
manera implicita, esté teniendo en cuenta interacciones entre otros atributos al mo-
mento de calcular la relevancia. El parametro m, determina la cantidad de instancias
utilizadas para calcular la relevancia de atributos.

De acuerdo a [22], Relief es rara vez utilizado, al contrario que su variacién
mas conocida, llamada ReliefF. A diferencia de Relief, ReliefF' utiliza m = n, lo
que quiere decir que utiliza todo el conjunto de datos, generando estimaciones mas

robustas sobre la relevancia de los atributos [22]. Otra diferencia, es que ReliefF
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determina los £ vecinos mas cercanos de la misma clase y los k£ vecinos mas cercanos
de distinta clase, en lugar de inicamente un vecino por cada clase.

Relief y ReliefF' estan pensados originalmente para problemas de clasificacién.
Sin embargo, ReliefF tiene una extension para problemas de regresion, llamada RRe-
liefF, cuyos detalles pueden ser encontrado en [19].

Como se menciona en [22], una de las desventajas de RBAs es que no descarta
atributos que son redundantes. Por ello, es necesario lidiar con la redundancia de
datos previamente.

Mas detalles sobre éstos algoritmos pueden ser encontrados en [19], [21] y [22].

2.6. Antecendentes del dominio de aplicacién

En esta secciéon se describen algunos de los conceptos relacionados con el dominio
de aplicacion, tales como qué son las proteinas, qué es la estabilidad conformacional,
qué son los vectores AASA y cémo se han aplicado en conjunto con técnicas de

machine learning en investigaciones anteriores.

2.6.1. Estabilidad conformacional

Las proteinas son moléculas complejas que tienen muchas funcionalidades en
los organismos. Estas estdn formadas como cadenas de aminoacidos, y pueden ser
representadas como una secuencia de letras, como por ejemplo ASTCGFHCSD.

Las proteinas poseen una propiedad medible llamada estabilidad conformacional,
y que tiene que relacion con el proceso de desnaturalizacion por calor de una pro-
tefna [16], que es el proceso en el cual una proteina pierde su estructura producto
de su exposicién a altas temperaturas. Una alta estabilidad indica que una proteina
tiene una alta resistencia a altas temperaturas. De manera similar, una estabilidad

baja indica que la proteina es poco resistente a altas temperaturas.

2.6.2. Mutaciones de proteinas y estabilidad

A partir de una proteina salvaje (wild-type en inglés) se pueden generar miltiples
mutaciones, las cuales consisten en intercambiar un aminodcido por otro, como por
ejemplo de ASTCGFHCSD a ADTCGFHCSD. Las mutaciones pueden inducir un
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cambio en la estabilidad con respecto a la de la proteina original. De ésta manera,

una mutante puede presentar uno de los siguientes casos:

= Tiene una estabilidad igual a la de la proteina salvaje. Esto indica el aminodci-

dos que es reemplazado no influye en la estabilidad.

= Tiene una estabilidad menor al de la proteina salvaje. Esto indica que el

aminodcido es esencial para mantener su estabilidad.

= Tiene una estabilidad mayor de la proteina salvaje. Estos son los casos de

interés.

2.6.3. Vectores de Autocorrelacién de Secuencia de Aminoacidos

Los vectores Autocorrelacién de Secuencia de Aminodcidos (AASA por su sigla en
inglés) son una representacién cuantitativa de informacién estructural de proteinas.
Esta representacién es introducida y explicada detalladamente en los trabajos [5]
y [8].

Los vectores de autocorrelacion calculados codifican informacion estructural acer-

ca de toda la proteina. Los vectores AASA se calculan como

1
AASAlpy, = 7 Z 04§ PkiDk; (2.15)

donde AASAlpy es la correlacién de secuencia de aminoacidos a una distancia [
ponderada por una propiedad py; [ corresponde a la distancia lineal en la secuencia
de aminodcidos [16] y L corresponde a la cantidad de elementos de la suma distintos
de cero; pi; y pr; son los valores de la propiedad p;, de los aminodcidos 7 y j en la
secuencia, respectivamente; d;; es una funcién Dirac-delta [10] que toma un valor de
1 para aquellos pares de aminodacidos que tienen una distancia [ en la secuencia, y
un valor de 0 para los que tienen una distancia distinta de (.
Como ejemplo, para un decapéptido cuya secuencia de aminoacidos es ASTCGFHCSD,

los vectores AASA con un [ igual a 1 e igual a 5 se calcula como

1
AAS Alpy, :g(PkA * Prs + Prs * Prr + Prr * Pre + Pre * PG + DkG * Prr+ (2.16)

PkE * Pk + Dii * ke + Pkc * Pks + Pks * Dkb)



CAPITULO 2. MARCO TEORICO 47

AASAlp; | AASA2p, . |AASA10p, AASAlpysg | AASA2pas . |AASA10pas

Figura 2.10: Ejemplo de estructura de un conjunto de datos codificado como vectores
AASA.

1
AASAlp, :g(pk:A * Pk + Pks * PkH + DiT * DkC + Pke * Pis + PG * PiD) (2.17)

En la practica, los datos son codificados tomando los valores de 48 propiedades
pr distintas. A su vez, por cada propiedad, se calculan vectores usando 10 distancias
[ distintas. Asi, finalmente un conjunto de datos estd codificado por 480 vectores
AASA. La Figura 2.10 muestra un ejemplo de la estructura de un conjunto de datos
de proteinas codificado usando vectores AASA. Cada columna es un vector AASA,
donde las componentes corresponden a los valores calculados para cada una de las
mutaciones. En este contexto, los atributos construidos usando los vectores AASA
se denominan descriptores.

La Figura 2.11 muestra como se calcula el vector o descriptor AASA5p, para
un conjunto de datos de mutaciones; la primera instancia corresponde a la proteina
salvaje, mientras que las que le siguen son las mutantes generadas a partir de ella.
Cada mutante difiere en un aminoacido, el cual es marcado en color rojo. Finalmente,
cada componente del vector es calculado en funcién de la secuencia de aminoacidos
definida por cada mutacion.

Cada instancia del conjunto de datos tiene asociado un valor corrrespondiente a
la variacién de estabilidad inducida por la mutacién. Una variacién de estabilidad

mayor a 0 indica que su estabilidad mejora respecto a la de la proteina original,
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AASASpk

ASTCGFHCSD | 3 (Pa * Pir + Pis * P + Pit * Prc + Pkc * Pis + PiG * Pip)
ATTCGFHCSD % (Pra * prF + Pkt * Pkt + DkT * PkC + PkC * Pks + PG * Pkp)
ASTFGFHCSD % (Pra * pkF + Pks * Pkr + PiT * Pkc + PiF * Pis + PkG * Pikp)

1
ADTCGFHCSD 1 = (pia * pr + Prp * Prr + Pkt * Pkc + Pkc * Pks + Pk * Pkn)

Figura 2.11: Calculo de un vector AASA con un [ = 5 para la propiedad pj..

Cuadro 2.1: Ejemplo de conjuntos de datos real codificado usando vectores AASA.

Mutation AASA1KO AASA2KO AASA3KO ... AASA10f Stability

WT 945,88 949,46 948,32 ... 4,18 0
L36G 944,01 947,31 946,31 .. 4,11 5.4
Y918 943,91 947,14 946,49 ... 4,12 5.3

una variaciéon menor a 0 indica que su estabilidad empeora y una variacion igual
a 0 indica que la estabilidad se mantuvo. El Cuadro 2.1 muestra un ejemplo de la
estructura real de un conjunto de datos codificado usando vectores AASA. La primera
instancia corresponde a la proteina salvaje, mientras que las otras son mutaciones. A

la proteina salvaje se le asocia una variacién de la estabilidad igual a 0 por defecto.

2.6.4. Investigaciones anteriores relacionadas con machine learning y
Vectores AASA

En el contexto més acotado pertinente a este trabajo, se han realizado cinco
investigaciones que utilizan datos de proteinas codificados usando vectores AASA
para generar modelos capaces de predecir la estabilidad conformacional. En los tra-
bajos [5] v [8], los autores introducen el uso de los vectores de autocorrelacién como
una nueva manera de codificar informacién de las proteinas y sus mutaciones. En
dichos trabajos, utilizando los vectores AASA, se entrenaron modelos de redes neu-
ronales capaces de predecir la estabilidad de lisozimas mutantes, logrando un R? de
0.66 sobre conjuntos de datos de prueba. Asi, demostraron que los vectores AASA

constituyen una alternativa eficaz de representar una proteina.



CAPITULO 2. MARCO TEORICO 49

En [9], se comparan modelos de prediccién de variacién de estabilidad utilizando
redes neuronales y vectores AASA y AA3DA (Amino acid 3D autocorrelation en
inglés). Los vectores AA3DA son una variacién de los vectores AASA, que incorporan
informacion de la estructura tridimensional de las proteina. Los modelos éptimos
entrenados alcanzaron un R? de 0.58.

Otro trabajo es [10], en el cual los autores emplearon exitosamente Support Vector
Machines (SVMs) con kernel RBF, tanto para regresiéon como clasificacion, logran-
do resultados con un conjunto reducido de descriptores. En el caso de regresion,
alcanzaron un R? de 0.42 y un RMSE de 1.139.

En el trabajo mds reciente [16], sus autores proponen una metodologia basada en
el paradigma de aprendizaje semi-supervisado, motivados por la escasez y dificultad
de obtencién de datos en este campo de investigacion. Utilizando el algoritmo Tree-
based Topology-Oriented Self-organized Map (TTOSOM) propuesto en [2], los autores
lograron generar un modelo capaz de clasificar instancias de proteinas mutantes entre

mas estables y menos estables respecto a una proteina salvaje.

2.7. Conceptos para el desarrollo de la investigacion

A continuacion se describen conceptos relacionados directamente con el desarrollo
de la investigacion, particularmente la metodologia de investigacion y las tecnologias

utilizadas para implementar las rutinas necesarias.

2.7.1. Metodologia de Mineria de Datos CRISP-DM

Cross Industry Standard Process for Data Mining (CRISP-DM) es una metodo-
logia de mineria de datos la cual describe un marco de referencia para proyectos
relacionados con ciencia de datos en general. Esta metodologia define un ciclo de seis
etapas, el cual se ilustra en la Figura 2.12. Dichas etapas se describen a continuacién

en base a como se definen en [24]:

1. Entendimiento del negocio (Business Understanding en inglés): Se enfoca
entender los objetivos de un proyecto y requerimientos del negocio, para luego
formularlos como tareas de proyecto de mineria de datos. También se crea una

planificacién con las tareas para cumplir dichos objetivos.
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Figura 2.12: Ilustracién de metodologia CRISP-DM.

2. Entendimiento de los datos (Data Understanding en inglés): Contempla la
recoleccién de los datos, actividades para determinar la calidad de los datos y
actividades de exploracion, con el objetivo de obtener informacién preliminar,

encontrar patrones y establecer hipotesis.

3. Preparacién de los datos (Data Preparation en inglés): Incluye activida-
des que modifican el conjunto de datos crudos previamente a utilizarlo para
entrenamiento en la etapa de modelado. Algunas actividades de ejemplo son
seleccion o extraccion de atributos, limpieza y transformacion de datos, entre

otras.

4. Modelado (Modeling en inglés): En esta etapa se escogen las técnicas de
aprendizaje a utilizar, asi como también sus hiperparametros. Se suele iterar

frecuentemente entre ésta y la etapa de Preparacion de los datos.

5. Evaluacién (Fvaluation en inglés): En esta etapa el objetivo es evaluar si es

que los modelos entrenados cumplen con los objetivos del proyecto y el negocio.
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Figura 2.13: Tecnologias a usar para el desarrollo de la investigacion.

Ademas, se hace una revision de los pasos hechos anteriormente con el fin de
saber si es que hubo algiin objetivo importante que no se haya tenido en cuenta

lo suficiente.

6. Despliegue (Deployment en inglés): El conocimiento adquirido durante el pro-
ceso se presenta al usuario para que lo pueda usar. Contempla todas las activi-
dades relacionadas con la implantacion del proceso o los modelos en conjunto

con el usuario, ademas de la comunicacién de resultados.

2.7.2. Tecnologias

En este apartado se mencionan y definen las tecnologias a utilizar para realizar

este trabajo. La Figura 2.13 muestra un resumen gréafico de las tecnologias a utilizar.

R

R es un lenguaje y un ambiente para el computo estadistico. Provee multiples im-
plementaciones de técnicas para el andalisis y modelado estadistico. Se utiliza R para

aplicar técnicas de clustering pues, en comparacion a Scikit-learn, que es libreria de
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machine learning en Python, R posee librerias con mayor variedad de funcionalida-
des para la visualizacién de clusters, ya implementadas. Mas informacion se puede

encontrar en el sitio web de R!.

Python

Python es un lenguaje de programacién interpretado y orientado a objetos, que
es conocido principalmente por la simplicidad y legibilidad de su sintaxis. Es uno de
los lenguajes mas utilizados para realizar tareas relacionadas a la ciencia de datos,
pues ofrece acceso a variados frameworks y librerias para manipulacién y andlisis de
datos.

Por las caracteristicas mencionadas es que se utiliza el lenguaje Python para
implementar gran parte de las rutinas necesarias para llevar a cabo la investigacion.
La versiéon de Python que se utiliza en este trabajo es la 3.7.7, una de las més

recientes. Mas detalles pueden ser encontrados en el sitio web? oficial de Python.

Scikit-learn

Scikit-learn es una libreria de cédigo abierto que implementa multiples herra-
mientas, tanto de aprendizaje supervisado como no supervisado, listas para usar.
Todas las herramientas poseen interfaces estandar y definidas, lo que otorga flexibi-
lidad, rapidez, y facilidad para implementar pipelines de procesamiento de datos y
modelado predictivo.

Entre tecnologias similares, existen otras muy populares como Keras, Tensor-
flow y Pytorch. Sin embargo, éstas se orientan al modelado predictivo usando redes
neuronales. Por su parte, Scikit-learn es una libreria con un propdsito més general,
que implementa no solamente herramientas para el modelado predictivo, sino que
también para el preprocesamiento de datos, selecciéon de modelos y evaluacion. El
lenguaje de programacién R ofrece una variedad de herramientas muy similar a la
de Scikit-learn. Sin embargo, éstas estan implementadas en multiples librerias; cada
una con sus propias interfaces y documentaciones.

En este trabajo se utiliza Scikit-learn para la etapa de modelado y evaluacion,

debido a las ventajas que tiene sobre otras tecnologias. La version que se utiliza es

1Sitio web oficial de R: https://www.r-project.org
2Sitio web de Python: https://www.python.org
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0.22.2, una de las m4s recientes. Mas detalles pueden ser encontrados en el sitio web?

oficial.

Otras librerias adicionales de Python

» Pandas: Libreria para el manejo y procesamiento de datos. Se utiliza la version

1.0.3. M4s informacién puede ser encontrada en el sitio oficial®.

» Scikit ReBATE: Libreria de Python que implementa algoritmos de seleccién
de atributos basados en Relief (RBAs), cuya interfaz es compatible con la
libreria Scikit-learn. Se utiliza la versién 0.6. Los detalles teoricos de su imple-
mentacion estan definidos en [21] y la documentacién de la libreria esta en su

sitio web oficial®.

Jupyter Notebook

Jupyter Notebook es una aplicacion web de codigo abierto para crear documentos
interactivos, los cuales pueden contener texto, visualizaciones y cédigo de diversos
lenguajes de programaciéon. Es ampliamente utilizado para compartir resultados ex-
perimentales de procesos de ciencia de datos, pues los documentos creados pueden
ser compartidos facilmente a través de plataformas como Google Collab o Github,
lo que facilita la reproducibilidad. Con el fin de que que las rutinas implementadas
en esta investigaciéon estén disponibles y sean reproducibles, se utiliza Jupyter No-
tebook para realizar las implementaciones en este trabajo. Mas detalles pueden ser

encontrados en la pagina oficial®.

Git/Github

Git es un sistema de control de versiones de codigo abierto, el cual permite crear
y administrar repositorios de codigo de proyectos de software. Su principal carac-
teristica es que otorga la capacidad de manejar, de manera simple, un historial de
los cambios hechos en el cédigo fuente, permitiendo gestionar dichos cambios libre-

mente. Git es de las alternativas mas populares pues posee integraciéon con diversos

3Sitio web de Scikit-learn: https://scikit-learn.org

4Sitio web de Pandas https://pandas.pydata.org

5Sitio oficial de ReBATE: https://epistasislab.github.io/scikit-rebate/
6Sitio web de Jupyter Notebook: https://jupyter.org
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servicios de alojamiento remoto de repositorios. Debido a sus caracteristicas, se utili-
za Git en este trabajo para manejar los cambios hechos en las rutinas implementadas.

Con el objetivo de mantener un respaldo en la nube de las rutinas implementadas
y sus cambios, en este trabajo se hace uso de un servicio para alojar y administrar
repositorios de manera remota llamado GitHub. Existen alternativas a GitHub, como
Bitbucket y GitLab. Sin embargo, éstas son muy similares en términos de funcio-
nalidades, y la investigacién no tiene requisitos de privacidad que posicionen una
alternativa por sobre la otra. Se elige GitHub, pues tiene integracién con una gran
variedad de otros servicios y herramientas.

Mas detalles sobre éstas tecnologias pueden ser encontrados en los sitios web
oficiales de Git” y GitHub®

"Sitio web de Git: https://git-scm.com
8Sitio web de GitHub: https://github.com
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3. Metodologia

En funcién de los antecedentes presentados en el capitulo anterior, en este capitulo
se plantean las justificaciones detras del diseno metodolégico. A continuacion se
describen cada una de las etapas de la metodologia que se utiliza para desarrollar

este trabajo.

3.1. Metodologia experimental

La metodologia a ocupar en este trabajo es una metodologia ad hoc definida en
base a la metodologia de mineria de datos CRISP-DM descrita en la Secciéon 2.7.1.
SEMMA!, es otra metodologia para la mineria de datos. Sin embargo, SEMMA no
contempla tareas relacionadas a la concepcion del proyecto, sino que asume que los
objetivos estan planteados desde un inicio. CRISP-DM, por su parte, si contempla
dichas tareas. Por esta razén, es que la metodologia se define bajo el marco de
referencia de CRISP-DM. La Figura 3.1 ilustra el esquema de la metodologia definida.

La metodologia utilizada en este trabajo presenta una ligera diferencia con res-
pecto a CRISP-DM, que es la etapa del Entendimiento del Negocio. Dicha etapa
se redefine como Entendimiento del Dominio, orientandola al planteamiento de los
objetivos de una investigacién en lugar de a los objetivos de un negocio o empresa.
El detalle de cémo se lleva a cabo cada una de las etapas de la metodologia en esta

investigacion se presenta a continuacién.

'Documentacién ~ de  SEMMA:  https://documentation.sas.com/?docsetId=emref&
docsetTarget=n061bzurmej4j3nl1jnj8bbjjmla2.htm&docsetVersion=14.3&locale=en
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Figura 3.1: Esquema de metodologia de investigacion.

3.2. Entendimiento del dominio

En esta etapa se realizan actividades orientadas a entender el contexto y definir
los objetivos de la investigacion. Involucra principalmente la revision de la literatura
y conversaciones con los expertos en bioinformatica y machine learning. Ademas, se

definen y planifican las tareas a realizar para cumplir con los objetivos.

3.3. Entendimiento de los datos

Los conjuntos de datos son otorgados por el experto en bioinformatica, quien es
el encargado tanto de su recolecciéon como de su transformacion a vectores AASA.
Utilizando los conjuntos de datos recolectados, esta etapa contempla principalmente

realizar un analisis exploratorio de datos.
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Las tareas principales definidas para esta etapa son observar las distribuciones
y caracteristicas tanto de descriptores como de la estabilidad. Detectar patrones,
anomalias, y agrupaciones en los datos mediante clustering. Todo ésto, aplicando

principalmente técnicas de visualizacién.

3.3.1. Analisis Exploratorio de Datos

El andlisis exploratorio de datos (EDA por su sigla en inglés) es un proceso que
tiene como objetivo obtener conocimiento sobre las caracteristicas de los datos con
los que se trabajan, con la idea de orientar la eleccién de las herramientas a utilizar
en las etapas posteriores.

Algunas de las tareas definidas para el andlisis exploratorio son:

Observar correlaciones entre descriptores y estabilidad.

Observar correlaciones entre descriptores.

Visualizar las distribuciones de la estabilidad.

Detectar observaciones posiblemente anémalas usando bozplots.

Detectar la presencia de agrupaciones en los datos de manera no supervisada

usando los algoritmos de clustering K-means y jerarquico.

Cabe mencionar que, durante el analisis exploratorio, también se realizan parte

de las tareas de preprocesamiento descritas en la siguiente seccién.

3.4. Preparacion de los Datos

En esta etapa se consideran todas aquellas tareas relacionadas con la transforma-
cion de los datos que necesitan realizarse previamente a la etapa de modelado. En este
caso, se hace una normalizacién de los datos y una reduccién de la dimensionalidad

disminuyendo la cantidad de descriptores.

3.4.1. Normalizacion de datos

Cuando los atributos de un conjunto de datos estan medidos en escalas muy di-

ferentes unas de otras, algunos algoritmos de entrenamiento pueden tener problemas
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para estimar adecuadamente los parametros de los modelos. Uno de los algoritmos
a utilizar en este trabajo, PLS, es particularmente susceptible a la diferencia de es-
calas en los predictores, por lo que es necesario normalizar los datos antes de poder
trabajar con ellos.

Los atributos se normalizan utilizando la funciéon Z-Score, definida en la Ecuacion
2.13. Esta funcién convierte la distribucién de un atributo en una cuyas media y
desviaciéon estandar sean 0 y 1 respectivamente. La Ecuacién 3.1 muestra un ejemplo

de como se normalizan los valores para el descriptor AASA5KO.

AASASKO; — piaasasko

OAASASKOQ

AASASK( = (3.1)

3.4.2. Reduccion de la dimensionalidad

La reduccién de la dimensionalidad es el proceso por el cual se reduce la cantidad
de atributos de un conjunto de datos. Se suele hacer por diversos motivos, como
por ejemplo disminuir el tiempo de procesamiento en el modelado y descartar la
presencia de ruido o redundancia en los datos, entre otros. En este caso es necesario
reducir la cantidad de descriptores principalmente para mejorar el desempeno de
generalizacién. La cantidad de instancias de los conjuntos de datos con los que se
trabajan suele ser menor que la cantidad de atributos. Esto puede causar que los
modelos tengan que tengan un mal desempeno de generalizacion.

Comunmente, los métodos de reducciéon de dimensionalidad se pueden dividir
en aquellos que seleccionan un subconjunto de los atributos (feature selection en
inglés) y aquellos que extraen un nuevo conjunto de atributos calculados a partir
de los originales (feature extraction en inglés). En el contexto de datos de proteinas,
los datos son muy dificiles de conseguir, por lo que es ideal generar modelos de
prediccion que utilicen la menor cantidad de descriptores posible, sin comprometer
tanto el desempeno. Considerando ésto, se descarta el uso de métodos de extraccion
de atributos como PCA, ya que estas técnicas utilizan todos los atributos.

Se decide entonces usar algin método de seleccién de atributos. De acuerdo a [11,
péags. 173-176], los métodos de seleccion de atributos se pueden clasificar, a su vez,
en tres tipos: métodos de filtro (Filter Methods en inglés), métodos de envoltorio
(Wrapper Methods) y métodos incrustados (Embedded Methods). Los métodos de

filtro seleccionan atributos de manera independiente a las técnicas de modelado a
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utilizar posteriormente, mientras que métodos de los otros dos tipos seleccionan
un conjunto de atributos basandose en un determinado algoritmo de aprendizaje.
Considerando que se desea hacer una comparacion entre los algoritmos, es necesario
que éstos se apliquen sobre conjuntos de datos preprocesados de la misma manera
con el fin de que los resultados sean comparables. Por esta razon, se elige utilizar
métodos de filtro, pues de esta manera la seleccién de atributos se hace de manera
independiente a los algoritmos de modelado a utilizar.

Algunos de los métodos de filtro mas comunes contemplan el uso de estadisticos
como la correlacién o la varianza. Sin embargo, estos métodos evalian la relevan-
cia de un atributo de manera individual. Esto constituye un problema considerando
que las proteinas son estructuras quimicas complejas, para las cuales podrian existir
interacciones importantes entre sus propiedades y, en consecuencia, entre los des-
criptores. Dichas interacciones podrian no ser detectadas analizando cada atributo
de manera individual. De acuerdo a lo senalado en [21] y [22], el algoritmo ReliefF'
podria ser adecuado para este caso, pues es un algoritmo de filtro que logra tener en
cuenta interacciones entre atributos al momento calcular la relevancia algin atributo
en particular. El algoritmo es descrito con mas detalle en la Seccion 2.5.3. Conside-
rando lo anterior, se decide utilizar ReliefF, particularmente una variacién de éste
llamada SURF, la cual se encuentra implementada en la libreria Scikit-ReBATE en
Python. Se utiliza dicha implementacién porque emplea una heuristica que elimina
la necesidad de pasarle la cantidad de vecinos k£ como parametro. Los detalles del
algoritmo y su implementacién pueden ser encontrados en [21].

Como se menciona en [22], los RBAs no logran descartar atributos que son re-
dundantes, por lo que descartar descriptores que son redundantes previamente puede
beneficiar la seleccion de atributos. En este caso, se considera razonable establecer
que descriptores que estan correlacionados linealmente con algin otro descriptor son
redundantes. Por ello, antes de hacer la seleccion de atributos, se descartan aquellos
descriptores que tienen un coeficiente de correlacion de Pearson absoluto superior a
0.99 con algun otro descriptor.

Finalmente, se escoge un subconjunto descriptores de los descriptores mas rele-

vantes de acuerdo a un ranking generado por el algoritmo SURF.
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3.5. Modelado

Esta etapa contempla principalmente la optimizacién de hiperparametros y el

entrenamiento y evaluacion de modelos.

3.5.1. Algoritmos de entrenamiento

Los conjuntos de datos con los que se trabajan tienen una alta cantidad de pre-
dictores en comparacién a la cantidad de instancias. Por esta razdn, es altamente
probable que los modelos tengan poca capacidad de generalizacién producto de la
presencia de overfitting.

Los métodos de regresién a utilizar en este trabajo son OLS, Ridge Regression,
Lasso Regression, PLS y SVR (con kernels polinomial y RBF). Una razén del por
qué se utilizan, es que son métodos clasicos, bien documentados, y que estdn im-
plementados en una buena parte de librerias utilizadas para machine learning. La
segunda razén es que éstos algoritmos incorporan mecanismos para prevenir presen-
cia de overfitting; en el caso de SVR, Ridge y Lasso, es la regularizacién, mientras
que en el caso de PLS es la reduccion de la dimensionalidad a través de la extraccién

de atributos.

3.5.2. Meétricas de evaluacion

Para evaluar el desempeno de un modelo entrenado, es necesario utilizar una
métrica de evaluacion. Con el fin de poder comparar los resultados de este trabajo
con los de investigaciones anteriores, se utilizan dos métricas, RMSE y R?. Otra
razén por la que se escogen éstas es que ambas son métricas comunmente usadas
para evaluar el desempeno de modelos de regresion.

La Figura 3.2 ilustra cémo se evalia el desempeno de un modelo sobre un de-
terminado conjunto de datos. El conjunto se separa en atributos, en este caso los
descriptores (cuadros de color azul), y los correspondientes valores de estabilidad
reales (cuadros de color naranja). Las instancias son pasadas al modelo y éste, usan-
do los valores de los descriptores, retorna la prediccién de estabilidad (cuadros de
color rojo) para cada una de las observaciones. Finalmente, se calcula el desempeno
del modelo usando una métrica, que es una funciéon de los valores de estabilidad

reales y de los valores de estabilidad predichos por el modelo.
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Figura 3.2: Esquema de evaluacién de desempeno de modelos entrenados.

Para un conjunto de datos de prueba de n instancias, las métricas de evaluacion
de desempeno, de acuerdo a su definicion en las Ecuaciones 2.11 y 2.12, se aplican

CcOo1mo

S (estabilidad real; — estabilidad predicha;)?

R*=1-
>, (estabilidad real; — estabilidad promedio)?

(3.2)

> i, (estabilidad real; — estabilidad predicha;)?
n

RMSE =

(3.3)

donde valor de la estabilidad real corresponde a y;, la estabilidad predicha por el

modelo corresponde a ¢; y el promedio de la estabilidad observada corresponde a 3.

3.5.3. Optimizacién de hiperparametros

Cada uno de los algoritmos tiene sus propios parametros de funcionamiento,
denominados hiperparametros. Dependiendo de la eleccion de éstos, el desempeno de
los modelos entrenados por un algoritmo puede variar bastante. Es por ésto que, por
cada algoritmo, es necesario determinar cual es la combinacién de hiperparametros
que mejores modelos genera.

Para ésto existen varias maneras. Entre ellas, dos alternativas destacan por su
amplio uso y simplicidad. Una de ellas es Grid Search, que corresponde una bisqueda

exhaustiva dentro de espacio predefinido de posibles valores para los hiperparametros.
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Figura 3.3: Esquema del ciclo interno del proceso de Nested Cross-validation, corres-
pondiente a la optimizacién de hiperparametros.

La otra es Random Search, donde se hace un muestreo aleatorio de una distribucién
predefinida para cada hiperparametro. Cada alternativa tiene sus ventajas. Sin em-
bargo, se decide utilizar por Grid Search pues, para los algoritmos utilizados en este
trabajo, se tiene un conocimiento provisto por la literatura sobre qué combinaciones
de valores comtunmente producen buenos resultados.

La mejor combinacién de hiperparametros es aquella que genera los modelos
con mejor desempeno de generalizacién. Mediante un proceso de 10-Fold Cross-
validation, se selecciona la combinacién que genere los modelos con mejor desempeno
promedio en las 10 iteraciones. El desempeno de los modelos entrenados, se mide
usando la métrica RMSFE. La Figura 3.3 ilustra como se hace la optimizacién de

hiperparametros.

3.5.4. Entrenamiento y evaluacién

Existe una gran variedad de procedimientos para la etapa de evaluacion y selec-
ciéon de modelos. La idea importante a tener en cuenta cuando se estima el desempeno
un modelo, es que los mismos datos de entrenamiento no deberian ser utilizados pa-
ra evaluarlo pues, como se menciona en [1, pag. 475], el desempenio sobre los datos
de entrenamiento tiende a ser mayor que el desempeno sobre un conjunto datos de
prueba que el modelo no ha visto. En otras palabras, el desempeno de entrenamiento
es una estimacion sesgada del desempeno de generalizacion.

La seleccion del procedimiento depende, en primera instancia, de la cantidad de
datos que se tienen a disposicién. Si se tuvieran conjuntos de datos con una muchas

instancias, se podria simplemente apartar un conjunto de datos de prueba (método
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llamado hold-out en inglés) y entrenar con el resto. Sin embargo, los conjuntos de
datos de proteinas disponibles son muy pequenos. Es por esto que se tiene que recurrir
a procedimientos basados en remuestreo, que son adecuados especialmente para casos
como el de este trabajo, donde la cantidad de observaciones en los conjuntos de
datos es baja. Dentro de los métodos de remuestreo utilizados para la estimacién
del desempeno de generalizacion, destacan Boostrapping y k-Fold Cross-validation.
Sin embargo, teniendo en cuenta que k-Fold Cross-Validation es considerado un
estandar de facto para la evaluacion de modelos de prediccién, y que tiene una
amplia integracién a librerias usadas para ciencia de datos como Scikit-learn, se
decide descartar Boostrapping.

Existen variantes del proceso de Cross-validation. En este trabajo se utiliza Nested
Cross-validation por dos razones. Una es que, de acuerdo a lo senalado en [23] y
[6], es una alternativa robusta para prevenir el sesgo positivo en la estimacién del
desempeno de generalizacion. La otra, es que contempla la tarea de optimizacion de
hiperparametros de los algoritmos, tarea que es necesario realizar. Mas detalle sobre
el razonamiento detras de Nested Cross-validation se describe en la Seccion 2.4.3.

Es necesario seleccionar los valores de k para los ciclos interno y externo de Nested
Cross-validation. De acuerdo a [1, pag. 487] y [18], lo recomendado para conjuntos
de datos extremadamente pequenos es un k = n, conocido también como Leave-one-
out Cross-validation (LOOCV). Sin embargo, ésto elevaria demasiado la complejidad
computacional. Los valores £k =5 y £ = 10 son generalmente usados. Se decide usar
k = 10 en ambos ciclos pues, en vista de que los conjuntos de datos se dividen dos
veces, una en el ciclo externo y otra en el ciclo interno, y que los conjuntos de datos
son pequenos, de ésta manera se logra que los conjuntos de entrenamiento no sean
tengan un tamano tan reducido. Esto es, sin embargo, a cambio de tener conjuntos
de prueba maés pequenos, lo que agrega mayor variabilidad a las estimaciones de
desempeno.

Las Figuras 3.3 y 3.4 ilustran con méas detalle cémo se llevan a cabo los ciclos
interno y externo de Nested Cross-validation. El ciclo interno se encarga de la op-
timizacion de hiperparametros usando Grid Search y el ciclo externo se encarga
de estimar el desempenio de generalizacion del algoritmo de entrenamiento. Esto se

realiza para cada uno de los algoritmos, OLS, Ridge, Lasso, PLS y SVR.
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Figura 3.4: Esquema del ciclo externo del proceso de Nested Cross-validation, co-
rrespondiente a la estimacién del desempeno de generalizacion de un algoritmo de
entrenamiento.

3.6. Evaluacion

Esta etapa se enfoca en verificar si es que los resultados obtenidos en la etapa
de modelado permiten sacar algiin tipo de conclusion en relacion a las preguntas de
investigacion planteadas, o si es que se puede extraer alguna retroalimentacion til

para corregir o refinar el proceso realizado en las etapas anteriores.

3.6.1. Ciriterios de evaluacion de modelado predictivo

Los criterios de evaluacion para el modelado predictivo se definen directamente
en funcion de las preguntas de investigacion planteadas al inicio del documento en
la Seccién 1.5.

En relacion a la pregunta de investigacion RQ1, para poder concluir si es que
un algoritmo de modelado lineal tiene un buen desempenio en la prediccién de la
estabilidad se debe cumplir, consistentemente a través de los distintos conjuntos de
datos abordados, que su desempeno de generalizacion estimado a partir del método
de validacién indique que los modelos entrenados incurren en errores de prediccién
bajos para conjuntos de prueba. Esto, en términos de las métricas de evaluacion,
corresponde a un R? > 0,8 y un RMSE < 0,5.

En relacién a la pregunta de investigacién RQ2, para poder concluir que un
algoritmo de modelado lineal tiene un desempeno similar con el de SVR, se debe
cumplir, consistentemente a través de los distintos conjuntos de datos abordados,

que el desempeno de generalizacion estimado para el algoritmo de modelado lineal
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sea cercano al desempeno estimado para SVR con kernels no lineales. Esto es, en

Lo fio 2 2 ~ 2 .
términos de las métricas de evaluacion, Ry qeo tineal =~ Rovr ¥ BM S Eodelo lineal =

RMSEgypg.

3.6.2. Criterio de evaluacion de reproducibilidad

Para asegurar la reproducibilidad de la metodologia, se procura establecer semi-
llas para toda tarea que involucre un proceso aleatorio. Para validar la reproducibili-
dad, se aplica la misma implementacién de la metodologia sobre méas de un conjunto
de datos de proteinas. Se considera que la metodologia es reproducible si es que no

existen inconvenientes al aplicarla sobre los distintos conjuntos de datos abordados.

3.6.3. Interpretacién y andlisis de resultados

Para las tareas pertenecientes a las etapas de Modelado y Evaluacién, se realiza
una interpretacién y un andlisis de los resultados, con el fin de determinar si es
que los criterios definidos anteriormente se cumplen. En caso de que no se cumplan,
se busca encontrar informacién relevante en ellos que permita corregir o refinar el

proceso metodolégico.

3.7. Despliegue

Esta etapa contempla la estructuraciéon del conocimiento obtenido a partir del
desarrollo de la investigacién, y su comunicacion al Experto en Bioinformatica. Para
ésto, se elabora una presentacién que resume el desarrollo del proceso, asi como

también sus resultados.



4. Desarrollo y analisis de resul-

tados

En este capitulo se detalla como se realiza el desarrollo de la investigacion en
funcién de los resultados que se van obteniendo. Se parte explicando el desarrollo
del analisis exploratorio de datos. Luego, se explica el desarrollo la Preparacién de
los Datos. Luego, se documentan y analizan los resultados de la etapa de Modelado
y Evaluacién. Finalmente, el capitulo cierra con una discusion de los resultados

observados a lo largo del desarrollo.

4.1. Entendimiento de los datos

4.1.1. Conjuntos de datos

Se trabaja con cuatro conjuntos de datos de mutaciones correspondientes a cua-
tro de proteinas distintas, 1STN, P4LYZ y 1BPI, HLYZ. El Cuadro 4.1 muestra
las dimensiones de los conjuntos de datos. Todos poseen los mismos atributos. 480
atributos corresponden a los descriptores AASA y éstos toman valores numéricos y
continuos en distintas escalas. Otro atributo es la variacion de estabilidad, la cual esta
representada a través ntmeros continuos; una variacién negativa de la estabilidad
indica que una proteina mutante es menos estable con respecto a la original, mientras
que una variaciéon positiva indica que la mutante es mas estable. Una mutante con
una estabilidad igual a cero indica que ésta es igual de estable que la original. La
proteina salvaje tiene, por defecto, una estabilidad igual a cero. El atributo restante

corresponde a un identificador descriptivo para cada instancia del conjunto.

66
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Cuadro 4.1: Dimensiones de los conjuntos de datos abordados.

Datasets
Name Attributes Instances
ISTN 482 42 (1 Wild-type + 41 Mutants)
ALYZ 482 51 (1 Wild-type + 50 Mutants)
1BPI 482 53 (1 Wild-type + 52 Mutants)
HLYZ 482 123 (1 Wild-type + 122 Mutants)

Cuadro 4.2: Numero de descriptores intercorrelacionados para umbrales de r de Pear-
son entre 0.90 y 0.99, para cada conjunto de datos.

Pearsons’s r Threshold 1STN 4LYZ 1BPI HLYZ

0.99 78 89 34 7
0.98 109 129 83 128
0.96 211 205 157 190
0.95 245 236 183 221
0.94 266 255 211 249
0.93 285 277 237 278
0.92 305 298 254 303
0.91 328 315 273 318
0.90 339 335 296 337

4.1.2. Correlacion entre descriptores

El Cuadro 4.2 muestra la cantidad de descriptores que tienen una correlacion
de Pearson mayor a determinado umbral con al menos algiin otro descriptor. Se
puede notar que los descriptores estan altamente correlacionados entre ellos. Para el
conjunto HLYZ, aproximadamente el 16 % (78 de 480) de los descriptores tiene una
correlacion mayor a 0.99 y cerca del 70 % (337 de 480) tienen una correlacién mayor

a 0.90 con algin otro descriptor.

4.1.3. Valores distintos de la estabilidad

La estabilidad estd definida como una variable numérica continua. Sin embargo,
podrian haber muchos valores repetidos, lo que indicaria la presencia de algiin patrén
o, por lo menos, una forma de discretizar los valores. Esto seria en el caso en que la

cantidad de valores distintos sea baja en comparacion a la cantidad de instancias. El
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Cuadro 4.3: Porcentaje de valor distintos para la estabilidad en cada uno de los
conjuntos de datos.

Dataset Stability distinct values (%)

1STN 78.6 %
ALYZ 80.4 %
1BPI 64.1 %
HLYZ 70.7 %

Cuadro 4.3 muestra el porcentaje de valores distintos con respecto a la cantidad de
instancias por cada conjunto de datos. Los porcentajes son relativamente altos, por

lo que es posible continuar tratandola como una variable continua.

4.1.4. Distribucion de la estabilidad

La Figura 4.1 muestra boxplots con las distribuciones de estabilidad para cada
conjunto de datos. En general, se puede notar que hay un gran cantidad de observa-
ciones cuya estabilidad es cercana a 0. El conjunto de datos HLYZ alcanza valores
mas extremos de estabilidad que los demés conjuntos. Para los conjuntos 4LYZ,
1BPI y HLYZ se puede notar un fuerte sesgo hacia el extremo negativo, producto
de la presencia de observaciones con una variacion de la estabilidad muy negativa.
La distribucion de 1STN no presenta anormalidades evidentes. Graficos individuales

para cada conjunto de datos se presentan en el Anexo A.1.

Cuadro 4.4: Cantidad de observaciones segin su variacién de estabilidad, por cada
conjunto de datos.

Dataset Negative variation Positive variation No variation

1STN 36 3 3
ALYZ 29 19 3
1BPI 46 2 D
HLYZ 89 31 3

El Cuadro 4.4 muestra la cantidad de instancias segtin su variacion de estabilidad,
para cada conjunto de datos. En los conjuntos 1STN y 1BPI hay muy pocas instancias
con una variacién positiva. Esto representa un problema, pues los modelos entrenados

probablemente tengan un mal desempeno prediciendo estabilidad de mutantes con



CAPITULO 4. DESARROLLO Y ANALISIS DE RESULTADOS 69

Stability comparison between datasets
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Figura 4.1: Boxplots de las distribuciones de estabilidad para cada conjunto.

estabilidad positiva. El conjunto 4LYZ, por su parte, no presenta un desbalance de

casos tan pronunciado.

4.1.5. Deteccion de observaciones atipicas

A simple vista, a partir de los boxplots mostrados en la Figura 4.1, se pueden
establecer que existen observaciones variaciones de estabilidad extremas, particular-
mente negativas. Para el conjunto de datos 4LYZ, hay 3 mutantes muy inestables,
con valores entre -6.7 y -4.78. Para el conjunto de datos 1BPI, hay 8 observaciones
muy inestables, con valores entre -8.74 y -5.7. En el caso del conjunto de datos HLYZ,
hay 7 observaciones con una variacion de la estabilidad muy negativa entre -17.1 y
-15, mientras que hay 1 observacién con una variacién de la estabilidad muy positiva,
con un valor de 7.8.

Estas observaciones con valores extremos de estabilidad podrian ser, posible-
mente, observaciones atipicas. Sin embargo, de acuerdo a lo revisado en trabajos
anteriores, dentro del dominio de aplicacién tales valores para la estabilidad no son

tan anormales. Otro aspecto a considerar es que las muestras tienen pocas instancias,
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Cuadro 4.5: Los 10 descriptores més correlacionados con la estabilidad en el conjunto
HLYZ.

Descriptor Pearsons’s r

AASA3DCph 0.46
AASA5Rf 0.44
AASA5DCph 0.43
AASA5HY 0.43
AASASH? 0.43
AASA3Ht 0.43
AASA3Ra 0.43
AASA3DASA 0.42
AASA2pK 0.42
AASASpK 0.41

por lo que no es adecuado descartar las observaciones con valores extremos pues se

estarian perdiendo muchos datos.

4.1.6. Correlacion lineal entre descriptores y estabilidad

Como se muestra en el Cuadro 4.5, para el conjunto HLYZ las correlaciones in-
dividuales entre descriptores y estabilidad son muy bajas, de la misma manera que
para el conjunto 4LYZ, cuya correlaciéon mas alta es de 0,54. Sin embargo, para el
conjunto 1STN y 1BPI las correlaciones més altas son de 0,72 y 0,73, respectivamen-
te; el Cuadro 4.6 muestra los descriptores mas correlacionados con la estabilidad del

conjunto 1STN. Los demas resultados estan en el Anexo A.2.

4.1.7. Clustering

Se aplican técnicas de clustering con el fin de visualizar los datos de manera
general en busqueda de algin patréon en las observaciones, particularmente sobre
aquellas con estabilidad positiva, que son los casos de interés.

Se emplean dos algoritmos, K-means y clustering jerdrquico con enlace comple-
to. Se prueban configuraciones de 3 clusters, para las cuales lo esperado es que las
mutantes con una variacién de estabilidad negativa pertenezcan a un grupo distinto
del de aquellas con estabilidad positiva, mientras que aquellas mutantes con varia-

cion igual a 0 se espera que estén junto a la proteina salvaje. Las visualizaciones del



CAPITULO 4. DESARROLLO Y ANALISIS DE RESULTADOS 71

Cuadro 4.6: Los 10 descriptores més correlacionados con la estabilidad en el conjunto
1STN.

Descriptor Pearsons’s r

AASA2ASAD 0.72
AASA10VO 0.72
AASA2VO0 0.71
AASAI0ASAD 0.71
AASAGASAD 0.70
AASAI0DASA 0.70
AASASVO 0.70
AASA10Ca 0.69
AASA1OMw 0.69
AASA2DASA 0.69

clustering retornado por K-means se generan usando PCA para graficar las observa-
ciones en dos dimensiones. Sin embargo, la varianza explicada por las dos primeras
componentes es baja, por lo que la distancia en los graficos no refleja la similitud.
Por ésto, es necesario fijarse en las en las agrupaciones

La Figura 4.2 muestra la clusterizacion retornada por K-means para el conjunto
de datos 4LYZ. Se puede observar que una de las instancias, D101F, esta considerada
en un grupo aparte. Sin embargo, en los otros dos grupos, las proteinas de estabi-
lidad positiva estan mezcladas con las de estabilidad negativa. En la clusterizacién
arrojada por clustering jerarquico, mostrada en la Figura 4.3, se puede observar algo
similar. La instancia G102R, cuya estabilidad es de 0.38, es un cluster por si misma,
mientras que en los otros dos conjuntos nuevamente estan mezcladas observaciones
con estabilidad negativa y positiva. Este comportamiento se observa también en el

resto todos los conjuntos de datos, cuyas clusterizaciones se adjuntan en el Anexo

A3.
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K-Means clustering with K = 3 for Dataset 4LYZ
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Figura 4.2: Agrupaciones arrojadas por K-means con 3 clusters para el conjunto de
datos 4LYZ

Hierarchical clustering with k = 3 for Dataset 4LYZ
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Figura 4.3: Agrupaciones arrojadas por clustering jerarquico con 3 clusters para el
conjunto de datos 4LYZ.
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La Figura 4.4 representa la matriz de distancia euclidiana como un mapa de
calor. Se puede observar que hay casos en que una proteina de estabilidad positiva
es muy similar a una con estabilidad negativa, por lo que la distancia euclidiana no
es del todo adecuada. Lo mismo se puede observar en el resto de los conjuntos de
datos. Se prueba con otras métricas de distancia, pero ninguna de ellas logra alejar
completamente a las mutaciones con estabilidad positiva de las que tienen estabilidad
negativa. Un ejemplo es la distancia Manhattan, cuya matriz de distancia se muestra
en la Figura 4.5, para la cual se repite lo observado con la distancia euclidiana.
Esto es observado también en el resto de los conjuntos de datos cuyas matrices de

distancia se adjuntan en el Anexo A.3.

Distance matrix Euclidean method for Dataset 4LYZ

Figura 4.4: Mapa de calor de la matriz de distancia euclidiana calculada para el
conjunto de datos 4LYZ.
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Distance matrix Manhattan method for Dataset 4LYZ

Figura 4.5: Mapa de calor de la matriz de distancia Manhattan calculada para el
conjunto de datos 4LYZ.

En general, ninguna de las distancias probadas logra distinguir completamente
las observaciones més estables de las menos estables. Una razon puede ser la alta

dimensionalidad de los datos.

4.2. Preparacion de los datos

4.2.1. Limpieza e integridad de los datos

Esta tarea no presenta mayores desafios. Ninguno de los conjuntos de datos tiene
datos faltantes. En el caso de los conjuntos 1STN, 4LYZ y 1BPI, los nombres de los
descriptores no siguen el mismo formato que los del conjunto HLYZ; los descriptores

son los mismos, por lo que se hace una estandarizacién de los nombres.
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Cuadro 4.7: Los 40 descriptores mas relevantes seleccionados por SURF para el
conjunto HLYZ.

Ranking Descriptor Ranking Descriptor
1 AASAlpK 21 AASA6DASA
2 AASA2Ht 22 AASA6Hnc
3 AASAGS 23 AASA6V
4 AASA6DGe 24  AASA6GhN
5 AASA2TDSc 25 AASA2s
6 AASA2TDSh 26  AASA6TDS
7 AASA8Ht 27 AASAG6Ht
8 AASA2V 28 AASA6s
9 AASA2DHc 29 AASA6Mw

10 AASA2DASA 30 AASATDGe
11 AASA2DGe 31 AASAG6ASAD
12 AASA2DCph 32 AASA5Ht
13 AASA8TDSc 33 AASALS
14 AASA10f 34 AASA6Ca
15 AASA3TDSh 35 AASA8DHc
16 AASA6VO 36 AASA6DH
17 AASA2m 37 AASA8DCph
18 AASA6TDSh 38 AASASTDSc
19 AASA2V0 39 AASA6m
20 AASA6DGh 40 AASATan

4.2.2. Descarte de descriptores intercorrelacionados

Previamente a aplicar el algoritmo de seleccién de atributos, se descartan aque-
llos descriptores que tienen una correlacion de Pearson absoluta superior a 0.99 con
algin otro. De acuerdo a lo mostrado en el Cuadro 4.2, la cantidad de descripto-
res descartados es 78, 89, 34 y 77 para los conjuntos 1STN, 4LYZ, 1BPI y HLYZ,

respectivamente.

4.2.3. Seleccién de atributos

Para la seleccion de atributos, se seleccionan los 40 descriptores mas relevantes
de acuerdo a un ranking generado por el algoritmo SURF. Los Cuadro 4.7 y 4.8
muestran los ranking con los 40 descriptores mas relevantes seleccionados para los

conjuntos de datos HLYZ y 1BPI, respectivamente. El niimero 1 en el ranking es el
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Cuadro 4.8: Los 40 descriptores mas relevantes seleccionados por SURF para el
conjunto 1BPI.

Ranking Descriptor
1 AASA1Om
2 AASASDH
3 AASASmM
4 AASAIm
5 AASASDH
6 AASAIM
7 AASA8m
8 AASA3m
9 AASA8DG

10 AASA3DH
11  AASA8DHc
12 AASAI0DH
13 AASAdm
14 AASATDH
15 AASATDG
16 AASASDG
17 AASA3DG
18 AASATmM
19 AASA8TDSc
20 AASATTDSc

Ranking Descriptor
21 AASA9DGh
22 AASASTDSc
23 AASAYam
24 AASA8am
25 AASA5am
26 AASA10am
27 AASA9TDSc
28 AASAdam
29 AASAYK
30 AASA10DHc
31 AASA3am
32 AASA1Hgm
33 AASA5DHc
34 AASAINmM
35  AASAIDGce
36 AASASNm
37 AASA2am
38 AASAADG
39 AASAZNmM
40 AASA9DHc

descriptor mas relevante, y el niimero 40 el menos relevante.

Se puede notar observar que los descriptores considerados més relevantes son

distintos entre conjuntos de datos, con casi ninguna coincidencia entre ellos. Esto

ocurre para los cuatro conjuntos de datos de manera similar.

Otra observacion que se puede hacer es que hay casos de descriptores asociados

a una misma propiedad que son considerados méds relevantes. Esto se observa de

manera mas evidente en el conjunto de datos 1BPI, en cuyo ranking estan presentes

varios descriptores asociados a las propiedades propiedades m, am y DG, entre otras.

Sucede algo similar en los demas conjuntos de datos pero no de manera tan promi-

nente, con descriptores asociados a otras propiedades. Los listados de los descriptores

seleccionados para los otros conjuntos se encuentran en el Anexo B.1.
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Cuadro 4.9: Valores posibles para los hiperparametros de cada algoritmo probados
en la optimizacién de hiperparametros con Grid Search.

Method Hyperparameters Values Total
Ridge A 107%,107°,107%, ..., 106 13
Lasso A 1076,107°,107%, ..., 108 13
PLS n. components 2,3,4,...,25 24
C 1076,107°,10~4,...,106 13
€ (epsilon) 1,0,1,1,1,2,...,2,5 16
SVR kernel rbf, polynomial 2
v (gamma) 1076,107°,107%, ..., 108 13
degree (only polynomial) 2,3 2

4.3. Modelado y evaluacién de modelos

La etapa de modelado se detalla la realizacion 3 experimentos de modelado predic-
tivo. Por cada uno, se presentan sus caracteristicas y los resultados con su respectivo
analisis. Es necesario mencionar que la metodologia de reduccién de la dimensiona-
lidad descrita en el la Seccion 3.4.2 se aplica solamente en el Experimento 3. Los
experimentos 1 y 2 son realizados en las primeras iteraciones de la metodologia del

trabajo.

4.3.1. Grilla de valores para hiperparametros

Por cada uno de los algoritmos de entrenamiento se define un espacio, o grilla,
de posibles valores que pueden tomar los hiperparametros de cada algoritmo de

aprendizaje. Los valores se muestran en el Cuadro 4.9.

4.3.2. Experimento 1 (E1): Modelado usando todos los descriptores

Para este experimento, se utilizan todos los descriptores de los conjuntos de datos.
El tnico preprocesamiento que se les aplica es la normalizacion.

Los Cuadros 4.10 y 4.11 muestran un resumen de los puntajes de desempeno
obtenidos sobre datos de prueba y entrenamiento, respectivamente, para el conjunto
de datos HLYZ. Se puede notar que para todos los algoritmos el puntaje de R? de

pruebas minimo obtenido en las diez iteraciones es negativo; a la vez, el puntaje
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Cuadro 4.10: Resumen de puntajes de prueba obtenidos en Experimento 1 para
conjunto HLYZ.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS -0.34 -041 0.71 0.57 -1.58 469 457 1.03 630 3.46
RIDGE 038 0.46 0.28 0.79 -0.09 3.28 3.00 090 519 245
LASSO 0.25 0.38 0.38 0.66 -0.45 3.60 356 1.02 533 238
PLS 029 037 035 0.72 -0.40 3.54 325 102 581 253
SVR 032 049 040 0.69 -0.42 341 328 097 523 2.29

Cuadro 4.11: Resumen de puntajes de entrenamiento obtenidos en Experimento 1
para conjunto HLYZ.

Train R? Train RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.92 094 0.07 095 0.72 1.24 1.13 039 234 1.05
LASSO 0.82 083 0.02 084 0.77 1.97 196 0.06 2.09 1.90
PLS 088 091 0.14 098 0.49 1.47 138 0.68 3.12 0.65
SVR 095 095 0.01 096 0.93 1.08 1.09 0.13 1.27 0.92

maximo no llega a ser tan alto. Los promedios también son bajos. De entre todos
los algoritmos, OLS presenta el peor desempeno, teniendo el promedio y la media-
na mas baja. Esto tiene sentido si se observan los puntajes de entrenamiento. Para
OLS, el desempeno sobre los datos de entrenamiento es perfecto, lo que muestra un
overfitting severo. Esto se debe a que OLS, al contrario que el resto de los algorit-
mos, no incorpora un mecanismo para combatir el overfitting, como por ejemplo la
regularizacion. Resultados similares son observados en los demds conjuntos de datos.

Los puntajes de RMSE de prueba para el conjunto HLYZ son bastante més altos
con respecto a los del resto de los conjuntos, como por ejemplo 1BPI, cuyos resultados
se muestran en el Cuadro 4.12.

En general, los puntajes de R? de prueba son muy variables, llegando a valores
muy negativos, lo que sucede cuando los modelos siguen una tendencia muy distinta
de los datos. Los resultados de los deméas conjuntos de datos se encuentran en el
Anexo C.1.
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Cuadro 4.12: Resumen de puntajes de prueba obtenidos en Experimento 1 para
conjunto 1BPI.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS -2.21 013 6.65 0.74 -20.91 1.92 1.83 053 258 0.87
RIDGE 0.16 0.23 087 0.93 -2.13 1.36  1.40 0.50 213 0.70
LASSO 0.12 0.17 062 082 -1.24 1.54 152 061 259 0.72
PLS 0.04 0.20 1.02 0.93 -2.56 1.37 137 051 221 0.71
SVR -0.07 034 1.72 091 -491 1.37 143 045 212 0.75

El anédlisis da origen a la conjetura de que los mecanismos para lidiar con el
overfitting de cada algoritmo no son completamente suficientes para lidiar con la alta
dimensionalidad (con respecto a la cantidad de instancias) de los datos. También, se
piensa que podria existir informacién redundante y/o ruido en los datos. Por ésto,

hacer una reduccion de la cantidad de atributos podria mejorar los resultados.

4.3.3. Experimento 2 (E2): Modelado usando datos agregados con media

aritmética

Este experimento se realiza con los datos agregados usando la media aritmética.
Por cada propiedad pyg, se agregan sus correspondientes diez descriptores utilizando
la media. Asi, los conjuntos de datos se reducen de 480 a 48 atributos.

Los Cuadros 4.13 y 4.14 presentan un resumen de los puntajes de prueba y entre-
namiento, respectivamente, obtenidos en este experimento para el conjunto HLYZ.
Los resultados en general, tanto para RMSE como R? de pruebas siguen teniendo
una altisima variabilidad. Los puntajes de entrenamiento, por su parte, indican in-
cluso un underfitting, que es cuando los modelos no son capaces captar la relacién
en los datos entrenamiento y el desempeno de generalizacién no es bueno. Lo ante-
rior descrito también ocurre en los otros tres conjuntos, cuyos resultados estan en el
Anexo C.2.

En vista de los resultados, se genera la conjetura de que agregar los descriptores
por propiedad usando la media podria, posiblemente, no ser lo adecuado. Por ello,
se hace una revision de los trabajos anteriores y se determina que existia un error en

el entendimiento del dominio, particularmente sobre la definicién de los descriptores
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Cuadro 4.13: Resumen de puntajes de prueba obtenidos en Experimento 2 para
conjunto HLYZ.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS -043 -0.35 085 0.63 -2.08 476 469 088 6.60 3.21
RIDGE 0.11 0.22 041 0.62 -0.60 4.02 383 1.19 578 221
LASSO 0.04 0.21 0.53 0.58 -1.08 4.09 423 1.08 5.61 2.25
PLS 0.05 0.23 0.54 0.58 -1.05 4.04 423 1.05 541 2125
SVR 022 028 042 0.68 -0.67 3.68 396 093 474 1.97

Cuadro 4.14: Resumen de puntajes de entrenamiento obtenidos en Experimento 2
para conjunto HLYZ.

Train R? Train RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS 0.72 0.72 0.02 0.75 0.69 248 248 0.07 258 240
RIDGE 0.41 0.39 0.06 0.51 0.33 3.60 3.62 0.19 3.86 3.28
LASSO 0.40 043 0.09 048 0.21 3.62 351 031 425 3.35
PLS 043 043 004 048 0.36 3.53 351 012 3.72 3.35
SVR 0.62 0.60 0.08 0.74 0.51 287 3.02 036 334 237

AASA. Los descriptores de una propiedad son calculados de manera distinta entre
ellos, contrario a lo que se pensaba hasta este punto. Por lo tanto, agregarlos con
la media no tiene sentido en relacion al dominio. Por ello, para reducir la dimen-
sionalidad se decide utilizar la estrategia descrita en la Seccion 3.4.2 en el siguiente

experimento.

4.3.4. Experimento 3 (E3): Modelado usando datos reducidos por selec-

cién de atributos

Para este experimento se hace una reduccion la dimensionalidad descartando
primero aquellos descriptores que tienen una correlaciéon de Pearson absoluta superior
a 0.99 con al menos un otro descriptor. Luego, se selecciona un subconjunto de 40
descriptores considerados los més relevantes de acuerdo a un ranking generado por
el algoritmo SURF.

Los Cuadros 4.15 y 4.16 presentan un resumen de los puntajes de prueba y



CAPITULO 4. DESARROLLO Y ANALISIS DE RESULTADOS 81

Cuadro 4.15: Resumen de puntajes de prueba obtenidos en Experimento 3 para
conjunto HLYZ usando validacién Nested CV.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS 0.12 0.20 0.33 0.50 -0.51 3.98 353 092 553 3.06
RIDGE 0.23 029 0.27 0.51 -0.17 3.73 346 0.81 4.8 244
LASSO 0.18 0.32 044 0.64 -0.56 3.7 382 092 543 242
PLS 0.19 0.22 027 0.56 -0.30 3.85 3.68 1.01 597 2.60
SVR 042 047 027 0.76 -0.06 3.13  3.16 043 398 2.56

Cuadro 4.16: Resumen de puntajes de entrenamiento obtenidos en Experimento 3
para conjunto HLYZ usando validaciéon Nested CV.

Train R? Train RMSE
T Med. o Max. Min. T Med. o Max. Min.

OLS 0.71 071 0.02 0.73 0.67 253 254 0.06 259 243
RIDGE 0.67 0.70 0.06 0.70 0.54 268 262 0.19 3.06 2.52
LASSO 0.61 059 0.04 0.71 0.56 292 298 0.20 3.12 2.56
PLS 0.64 068 0.13 0.70 0.28 2778 268 034 371 252
SVR 0.84 085 004 0.87 0.74 1.87 1.80 0.21 242 1.71

entrenamiento, respectivamente, obtenidos en el Experimento 3 sobre el conjunto
de datos HLYZ. La variabilidad de los puntajes de prueba, en el caso de HLYZ,
disminuyé un poco. Pero sigue siendo alta. La variabilidad de los puntajes en el
resto de los conjuntos también sigue siendo alta.

En este punto, se comienza a cuestionar si es que el proceso de validacion de
Nested Cross-validation es el adecuado. Por ésto, se decide probar métodos de va-
lidacion alternativos. Para ello, se repite el Experimento 3, pero esta vez usando
dos ciclos de Cross-validation independientes no anidados; uno para optimizacién de
hiperparametros y otro evaluar el modelo entrenado con los hiperparametros optimi-
zados. La diferencia con Nested Cross-validation es que la seleccion de hiperparame-
tros se hace una sola vez y sobre el conjuntos de datos completo. El experimento se
repite dos veces, uno usando dos ciclos de 5-Fold Cross-validation y otra usando dos
ciclos de 5x2 Cross-validation. Con éstos métodos de validacién se busca disminuir

la variabilidad de los puntajes, particularmente para el caso de R2.
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Los Cuadros 4.17, 4.18, 4.19, 4.20 muestran el resumen de los puntajes prueba del
Experimento 3 obtenidos con Nested, 5x2 y 5CV Cross-validation, para los conjuntos
de datos 1STN, 4LYZ, 1BPI y HLYZ, respectivamente.

Para el conjunto de HLYZ, el método de validacién 5-Fold CV produce puntajes
con menor desviacion estandar que los otros métodos de validacién, es decir, puntajes
menos variables. De acuerdo a los resultados obtenidos con 5-Fold CV para HLYZ,
SVR tiene ventaja, con un R? de pruebas promedio de 0.48 y un RMSE de pruebas
promedio de 3.25. El modelo con el desempeiio més bajo es OLS, teniendo un R? y
un RMSE de pruebas promedio de 0.11 y 4.24, respectivamente. Ridge, Lasso y PLS
tienen un desempeno similar.

Para el conjunto 1STN, la validacién 5x2 CV tiene una menor variabilidad de
puntajes en comparacién a los otros dos métodos de validacion. De acuerdo a los
resultados entregados por la validaciéon 5x2 CV, Ridge y SVR tienen el mejor desem-
peno, con un RMSE de pruebas promedio de 1.28 y 1.27, respectivamente, y un R?
de pruebas promedio de 0.39 para ambos. Siguen Lasso y PLS con un RMSE de
1.42 y 1.39, respectivamente, y un R? de 0.25 y 0.28, respectivamente. OLS tiene los
peores puntajes.

Para el conjunto 4LYZ, la validacion 5x2 CV tiene una menor variabilidad de
puntajes en comparacion a los otros dos métodos de validacion. Sin embargo, los
resultados siguen siendo altamente variables en el caso de R? de pruebas. El RMSE
de prueba promedio es de 1.39 para SVR, siendo el mas bajo, mientras que el resto
tienen RMSE promedio de 1.50 hacia arriba. OLS nuevamente es el peor método,
con un RMSE de pruebas promedio de 2.97.

Para el conjunto 1BPI, la validacion 5x2 CV tiene la menor variabilidad de pun-
tajes. SVR tiene el mejor desempeiio con un R? y RMSE de prueba promedio de
0.62 y 1.42, respectivamente. Le siguen PLS y Ridge , y un RMSE de 1.67 y 1.69,
respectivamente, y un R? de 0.46 para ambos. Sigue Lasso, con un R? de 0.35 y un
RMSE de 1.82. Finalmente, OLS es el que tiene el peor desempeno.

En conclusién se observa que el algoritmo SVR tiene el mejor desempeno de
generalizacién en la mayoria de los casos. Cuadros con los puntajes obtenidos en el
Experimento 3 se adjuntan en el Anexo C.3.

Los hiperparametros seleccionados en el Experimento 3 con métodos alternativos

se muestra en el Cuadro 4.21.
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Cuadro 4.21: Hiperparametros seleccionados por cada algoritmo de aprendizaje y por
cada conjunto de datos, a partir de los resultados del Experimento 3 con métodos
de validacion alternativos.

Method Hyperparameter 1STN 4LYZ 1BPI HLYZ

Ridge A 100,0 100,0 100,0 10,0
Lasso A 0,1 0,1 1,0 0,1
PLS n. components 2 2 2 12

C 100 10,0 100,0 10000

e (epsilon) 1,3 1,0 1,0 1.3
kernel rbf rbf rbf rbf

v (gamma) 0,01 0,01 0,01 0.001

SVR

4.4. Discusion

Los resultados obtenidos en el Experimento 3 de la etapa de modelado, en los
cuales se aplican tres métodos de validacion distintos, tienen resultados interesantes.
Se observa que la metodologia de evaluacién Nested Cross-validation con dos ciclos
de 10-Fold Cross-validation anidados, produce puntajes de desempeno de generali-
zacion que tienen una alta variabilidad. Se observa, ademas, que la aplicacién de los
métodos de validacion alternativos, 5x2 Cross-validation y 5-Fold Cross-validation,
disminuye la variabilidad de los puntajes. Un ejemplo de ésto se observa en los re-
sultados obtenidos para el conjunto de datos 1STN, los cuales se muestran en el
Cuadro 4.17, donde los puntajes de R? obtenidos con 5x2 Cross-validation tienen
desviaciones estandar més bajas que los obtenidos con Nested Cross-validation. Para
los conjuntos de datos mas pequenos, 1STN, 4LYZ y 1BPI, en la mayoria de los
casos el método 5x2 Cross-validation produce la menor variabilidad en los puntajes
de desempeno, mientras que para el conjunto méas grande, HLYZ, en la mayoria de
los casos el método 5-Fold Cross-validation produce la menor variabilidad. Esto se
observa tanto para puntajes de R como de RMSE. La disminucién de la variabilidad
de los puntajes observada se atribuye a que los métodos de validacion alternativos
apartan conjuntos de prueba con mayor cantidad de instancias, haciendo que los

puntajes sean menos sensibles a qué observaciones queden en los conjuntos de prue-
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ba.

La menor variabilidad de los puntajes hace que las estimaciones del desempeno de
generalizacion de los algoritmos sea més fiable. Por esta razén, para senalar las con-
clusiones relacionadas a las preguntas de investigacion, se consideran los resultados
del modelado usando los 40 descriptores mas relevantes de cada conjunto de datos
(Experimento 3) y aplicando los métodos de validacion alternativos. Para el conjunto
de datos HLYZ, se consideran los resultados obtenidos con 5-Fold Cross-validation,
mientras que para los conjuntos de datos 1STN, 4LYZ y 1BPI se consideran los
resultados obtenidos con 5x2 Cross-validation.

La Pregunta de Investigacién 1 (RQ1) que se busca responder en este trabajo es:

= RQ1: jSera que modelos entrenados con algoritmos de aprendizaje que mode-
lan relaciones lineales entre predictores y respuesta, tienen un buen desempeno

en la prediccion de la estabilidad de proteinas a partir de vectores AASA?

En relacién a esta pregunta, un algoritmo de modelado lineal tiene un buen
desempeno en la prediccion de la estabilidad si es que, consistentemente a través
de los distintos conjuntos de datos abordados, el desempeno de generalizacion de los
modelos entrenados por éste es bueno. En los resultados se observa que el desempeno
de generalizacién de las técnicas de modelado lineal es consistentemente bajo a través
de todos los conjuntos de datos. El puntaje de R? de pruebas promedio més alto
observado entre los algoritmos de modelado lineal es de 0.46, correspondiente a PLS
y a Ridge en el conjunto de datos 1BPI, lo que esta por debajo del umbral de 0.8,
sobre el cual se consideraria un desempeno bueno. El puntaje de RMSE de pruebas
promedio mas bajo observado entre los algoritmos de modelado lineal es de 1.28,
correspondiente a Ridge en el conjunto de datos 1STN, lo que estd sobre el umbral
de 0.5; un RMSE por debajo a 0.5 habria sido considerado un buen desempeno.
Por lo tanto, de acuerdo a los resultados observados, los algoritmos de modelado
lineal utilizados en este trabajo no tienen un desempeno bueno en la prediccion de
la estabilidad.

La Pregunta de Investigacion 2 (RQ2) que se busca responder en este trabajo es:

= RQ2: ;Sera que los modelos de prediccién entrenados con dichos algoritmos
tienen un desempeno similar al de modelos més complejos como lo son aquellos

entrenados por SVR con kernels no lineales?
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En relacion a esta pregunta, para poder concluir que un algoritmo de modelado
lineal tiene un desempeno similar con el de SVR, se debe cumplir, consistentemente
a través de los distintos conjuntos de datos abordados, que el desempeno de genera-
lizacién estimado para el algoritmo de modelado lineal sea cercano al estimado para
SVR. Se observa que el desempenio SVR con kernels no lineales es, en la mayoria de
los casos, superior al de las técnicas de modelado lineal. Para el conjunto de datos
1STN, SVR tiene un R? y un RMSE de prueba promedio de 0.39 y 1.27, respecti-
vamente, mientras que Ridge, cuyo desempeno es el mejor entre los algoritmos de
modelado lineal, tiene un R? y un RMSE de prueba promedio de 0.39 y 1.28, respec-
tivamente. Para el conjunto de datos 4LYZ, SVR tiene un R? y un RMSE de prueba
promedio de 0.18 y 1.24, respectivamente, mientras que Ridge, cuyo desempeno es
el mejor entre los algoritmos de modelado lineal, tiene un R? y un RMSE de prueba
promedio de 0.06 y 1.52, respectivamente. Para el conjunto de datos 1BPI, SVR
tiene un R? y un RMSE de prueba promedio de 0.62 y 1.42, respectivamente, mien-
tras que PLS, cuyo desempeno es el mejor entre los algoritmos de modelado lineal,
tiene un R? y un RMSE de prueba promedio de 0.42 y 1.67, respectivamente. Para
el conjunto de datos HLYZ, SVR tiene un R? y un RMSE de prueba promedio de
0.48 y 3.25, respectivamente, mientras que PLS, cuyo desempenio es el mejor entre
los algoritmos de modelado lineal, tiene un R? y un RMSE de prueba promedio de
0.29 y 3.73, respectivamente. Los resultados observados tienen concordancia con lo
esperado. Los modelos lineales son mas simples, pero a la vez menos flexibles. SVR,
utilizado con kernels no lineales, es mas flexible y permite modelar relaciones mas
complejas. Por lo tanto, si la relaciéon entre los descriptores y estabilidad es mas
compleja que una relacion lineal, como se esperaba, SVR tiene la ventaja.

Otras observaciones hechas en el desarrollo de la investigacién, y que es impor-

tante destacar pensando en trabajos a futuros, son las siguientes:

= Para el conjunto 1BPI, el desempeno de los algoritmos, respecto a los puntajes
R? de prueba, es mejor en comparacién al observado en otros conjuntos de
datos, alcanzando un R? de prueba promedio de 0.62 con SVR. El R? de prueba
promedio més alto obtenido en el resto de los conjuntos es de 0.48 con SVR
en el conjunto de datos HLYZ. Esto sugiere la presencia de caracteristicas
distintivas del resto de los conjuntos. Una caracteristica evidente que podria

ser senalada como causa, es la poca presencia de mutaciones con una variacion
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positiva (2 instancias). Sin embargo, podrian haber otras razones, por lo que

se recomienda explorarlo mas en detalle en el futuro.

= En los resultados de la seleccion de atributos se observa que descriptores asocia-
dos a una misma propiedad son considerados dentro del ranking de descriptores
maés relevantes. Por ejemplo en el conjunto de datos 1BPI, 8 de los 10 descripto-
res asociados a la propiedad m fueron considerados dentro de los 20 descriptores
mas relevantes. Sucede algo similar en los otros conjuntos de datos, pero con
otras propiedades. Esto podria indicar que hay, no solo descriptores, sino que
también propiedades que tienen una mayor relevancia. Ademas se observa que
los descriptores considerados més relevantes en un conjunto de datos son muy
distintos a los de otro conjunto. Esto serfa algo a tener en cuenta en el caso
en que, por ejemplo, se hiciera en el futuro un trabajo que planteara la idea
de fusionar los conjuntos de datos para conformar uno mas grande, puesto que
las propiedades relevantes en un conjunto de datos no necesariamente lo son
para otro. Ademads, el que los descriptores mas relevantes no sean los mismos,
muestra la necesidad de aplicar una técnica seleccién de atributos de manera

individual para cada uno de los conjuntos de datos.

4.5. Aspectos metodoldgicos mejorables

A continuacion se presenta un listado de mejoras a ciertos aspectos metodolégicos

de este trabajo que podrian realizarse a futuro:

= Tener en cuenta la presencia de valores extremos en los descriptores en al
momento de escoger el método de normalizacion. La media aritmética y, en
consecuencia Z-Score, son sensibles a valores extremos. Esto puede hacer la
normalizacion de los datos empeore el desempeno de las demas técnicas utili-

zadas posteriormente.

= Un eslabén débil en la metodologia propuesta es la reduccion de la dimensio-
nalidad. No se realiza algun tipo de validacion al seleccionar un subconjunto
de descriptores. Para mejorar ésto, una alternativa es aplicar el paradigma de
ensemble para combinar distintos algoritmos de selecciéon de atributos. De esta

manera, se logra una selecciéon mas robusta, pues mezcla los criterios definidos
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por distintos algoritmo. Mas informacién sobre como aplicar el paradigma de

ensemble con métodos de seleccién de atributos se puede encontrar en [17].



5. Conclusiones y trabajo futuro

En este capitulo se presentan las conclusiones del trabajo. Primero, se hace una
revision de las preguntas de investigacion en funcién de los resultados observados.

Finalmente, se cierra el documento planteando alternativas para trabajos futuros.

5.1. Conclusiones

El estudio y desarrollo de proteinas de alta estabilidad es de suma importan-
cia para una gran diversidad de aplicaciones y areas de investigacion. Los vectores
AASA, una representacion cuantitativa de las proteinas, en conjunto con técnicas
de machine learning, han demostrado ser ttiles para la prediccién de estabilidad
de proteinas mutantes en investigaciones anteriores. Las metodologias de modelado
predictivo documentadas hasta ahora aplican técnicas que entrenan modelos de alta
complejidad. Sin embargo, si modelos mas simples, como lo son los lineales, tienen
un desempeno de prediccién bueno o, al menos, similar al de modelos mas complejos,
los primeros son més deseables pues son més interpretables y mas ttiles para analisis
posteriores. Con dicha motivacion, en este trabajo se propone una metodologia para
determinar si es que las técnicas de modelado lineal tienen un buen desempeno para
la prediccién de la estabilidad a partir de vectores AASA.

En esta investigacion, para cuatro conjuntos de datos de mutaciones, correspon-
dientes a cuatro proteinas distintas, se evaltia el desempeno de cuatro técnicas de mo-
delado lineal, OLS, Ridge, Lasso y PLS, y el desempeno de una técnica de modelado
no lineal, SVR. Para evaluar el desempetio, se emplean las métricas de evaluaciéon R?
y RMSE, aplicando tres variantes del método de validacién Cross-validation (CV),
Nested CV, 5-Fold CV y 5x2 CV.

92
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La primera pregunta de investigacion que busca responder este trabajo es:

= RQ1: ;Sera que modelos entrenados con algoritmos de aprendizaje que mode-
lan relaciones lineales entre predictores y respuesta, tienen un buen desempeno

en la prediccion de la estabilidad de proteinas a partir de vectores AASA?

En relacién a esta interrogante, el desempeno de los modelos entrenados con las
técnicas de modelado lineal es consistentemente bajo a través de los cuatro conjuntos
de datos. Incluso SVR, que es un algoritmo que permite modelar relaciones més
complejas, muestra dificultades para entrenar modelos con buen desempeno. Esto
habla de la dificultad del problema y la complejidad inherente a los datos.

La segunda pregunta de investigacion que se busca responder en este trabajo es:

= RQ2: ;Sera que los modelos de prediccién entrenados con dichos algoritmos
tienen un desempeno similar al de modelos més complejos como lo son aquellos

entrenados por SVR con kernels no lineales?

En relacion a esta pregunta, se observa que el desempeno de SVR con kernel
RBF es, en la mayoria de los casos, superior al de las técnicas de modelado lineal.
Los modelos lineales son mas simples, pero a la vez menos flexibles. SVR, utilizado
con kernels no lineales, puede modelar relaciones mas complejas. Por lo tanto, si la
relacion entre los descriptores y estabilidad es més compleja que una relacién lineal,
como se asume usualmente, SVR tiene la ventaja.

Los resultados muestran que el problema de intentar predecir la variacion de la
estabilidad inducida por una mutacién puede ser complejo, pensando particularmen-
te en los desafios que plantea el trabajar con poca cantidad de datos. El método de
Nested CV, si bien en la teoria parece un enfoque adecuado, la poca cantidad de
datos hace que la variabilidad de los puntajes sea alta al punto de no poder obtener
estimaciones fiables del desempeno de generalizacién. No obstante, métodos alter-
nativos como 5x2 CV y 5-Fold CV resultan en una menor variabilidad, generando
estimaciones de desempeno méas confiables.

A partir de lo observado durante el desarrollo de la investigacion, se concluye
que distintos conjuntos de datos pueden necesitar un analisis especifico para cada
uno. Sin embargo, la metodologia propuesta en esta investigacion es reproducible y
puede servir como una base para el andlisis de otros conjuntos de datos disponibles

a futuro. Ademads, la metodologia es independiente de las técnicas de modelado, por
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lo que puede ser extendida. El proceso de generacién de datos es altamente costoso,
por lo que la escasez de éstos es considerable. Teniendo en cuenta ésto, y que los
conjuntos de datos abordados en esta investigacién no son fabricados, es posible que
dichos datos lleguen a las manos de otro investigador en el futuro. Con ésto en mente,
los codigos fuente programados para el desarrollo en esta investigacion se encuentran
alojados en un repositorio ptiblico!, incluyendo conjuntos de datos tanto procesados

como crudos.

5.2. Trabajos futuros

A partir del trabajo realizado en ésta investigacién, y en funcién de los apren-
dizajes obtenidos durante su desarrollo, se proponen las siguientes alternativas de

trabajo futuro:

= Disenar e implementar una libreria que haga el analisis realizado en este traba-
jo de manera automaética, como un método para medir y comparar el desem-
peno, no solo de técnicas de modelado lineal, sino que también de técnicas
mas complejas, sobre conjuntos de datos de mutaciones de proteinas codifica-
dos con vectores AASA. Esto serfa ttil pensando en que este es un trabajo
interdisciplinario, por lo que podria haber interés por parte de personas que no
necesariamente tengan conocimientos del area machine learning. Empaquetar-
lo como una herramienta evitaria que quienes quieran aplicar la metodologia

deban implementarlo desde cero.

» Extender el andlisis realizado en este trabajo aplicando métodos de oversam-
pling como un paso en el preprocesamiento de los datos. Esto permitiria com-
batir una de las principales dificultades encontradas en este trabajo, que es la
escasez de datos. De las técnicas de oversampling para regresion, SMOGN, al
parecer, es la inica empaquetada en una herramienta. Es preferible desarrollar
sobre librerias o herramientas ya implementadas, pues éstas tienden a estar do-
cumentadas y probadas. La implementacion del método de SMOGN se detalla
en [4].

'Repositorio del proyecto: https://github.com/BenjinP/aasa-stability-prediction


https://github.com/BenjinP/aasa-stability-prediction
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A. Anexos Analisis Exploratorio
de Datos

A.1. Distribuciéon de estabilidad
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Figura A.1: Boxplot de la distribucién de estabilidad para conjunto 1STN.
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Figura A.2: Bozplot de la distribucion de estabilidad para conjunto 4LYZ.
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Figura A.3: Bozplot de la distribucion de estabilidad para conjunto 1BPI.
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Figura A.4: Boxplot de la distribucion de estabilidad para conjunto HLYZ.
A.2. Correlacion lineal entre descriptores y estabilidad

Cuadro A.1: Los 10 descriptores mas correlacionados con la estabilidad en el conjunto
ALY 7.

Descriptor Pearsons’s r

AASA3ac 0.54
AASA10DCph 0.52
AASA1INs 0.52
AASATac 0.52
AASAGN s 0.52
AASA2Ns 0.51
AASASN s 0.51
AASAIN s 0.50
AASA4N s 0.50

AASAbac 0.49
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Cuadro A.2: Los 10 descriptores mas correlacionados con la estabilidad en el conjunto
1BPL.

Descriptor Pearsons’s r

AASA8m 0.73
AASA1Om 0.72
AASAIM 0.70
AASA8Hgm 0.68
AASA1I0Hgm 0.67
AASA3Hgm 0.67
AASATHgm 0.67
AASA1Hgm 0.67
AASA2Hgm 0.66

AASA9H gm 0.66
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A.3. Clustering

K-Means clustering with K = 3 for Dataset 1STN
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Figura A.5: Agrupaciones arrojadas por K-means con 3 clusters para el conjunto de
datos 1STN.
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Hierarchical clustering with k = 3 for Dataset 1STN
60~

Height

Figura A.6: Agrupaciones arrojadas por clustering jerarquico con 3 clusters para el
conjunto de datos 1STN.
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K-Means clustering with K = 3 for Dataset 1BPI
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Figura A.7: Agrupaciones arrojadas por K-means con 3 clusters para el conjunto de
datos 1BPI.
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Hierarchical clustering with k = 3 for Dataset 1BPI
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Figura A.8: Agrupaciones arrojadas por clustering jerarquico con 3 clusters para el
conjunto de datos 1BPI.
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K-Means clustering with K = 3 for Dataset HLYZ
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Figura A.9: Agrupaciones arrojadas por K-means con 3 clusters para el conjunto de
datos HLYZ.
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Hierarchical clustering with k = 3 for Dataset HLYZ

Figura A.10: Agrupaciones arrojadas por clustering jerarquico con 3 clusters para el
conjunto de datos HLYZ.

Distance matrix Euclidean method for Dataset 1STN
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Figura A.11: Mapa de calor de la matriz de distancia euclidiana calculada para el
conjunto de datos 1STN.
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Distance matrix Manhattan method for Dataset 1STN
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Figura A.12: Mapa de calor de la matriz de distancia Manhattan calculada para el
conjunto de datos 1STN.
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Distance matrix Euclidean method for Dataset 1BPI
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Figura A.13: Mapa de calor de la matriz de distancia euclidiana calculada para el
conjunto de datos 1BPI.
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Distance matrix Manhattan method for Dataset 1BPI
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Figura A.14: Mapa de calor de la matriz de distancia Manhattan calculada para el
conjunto de datos 1BPI.
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Distance matrix Euclidean method for Dataset 4LYZ
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Distance matrix Manhattan method for Dataset 4LYZ
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Figura A.16: Mapa de calor de la matriz de distancia Manhattan calculada para

conjunto de datos HLYZ.
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B.1. Seleccion de descriptores con algoritmo SURF

Cuadro B.1: Los 40 descriptores més relevantes seleccionados por SURF para el
conjunto 1STN.

Ranking Descriptor Ranking Descriptor
1 AASAI0KO 21 AASA9f
2 AASAIOMw 22 AAS Abac
3 AASA10f 23 AASA1ASAD
4 AASA1IKO 24 AASASTDSh
5 AASA10ASAD 25 AASA10s
6 AASA1IOV 26 AASA10DCph
7 AASA1I0VO 27 AASA6pHi
8 AASAGS 28 AASA3ASAD
9 AASA8P1 29 AASA1I0P1

10 AASAI0DASA 30 AAS A2ac
11  AASASASAD 31 AASATac
12 AASA8ac 32 AASAIFE1
13 AASA2f 33 AASA2DASA
14 AASA1Qac 34 AASASDASA
15 AASAdac 35 AASA9ac
16 AASA8VO 36 AASAIORf
17 AASA10Ca 37 AASA6VO
18 AASAI0TDSh 38 AAS A6s
19 AASA6ASAD 39 AASAIDASA

20 AAS A3ac 40 AASASE1L
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Cuadro B.2: Los 40 descriptores més relevantes seleccionados por SURF para el
conjunto 4LYZ.

Ranking Descriptor Ranking Descriptor
1 AASAINs 21 AASATRf
2 AASA4AN1 22 AASA2Ht
3 AASAIN1 23 AASAS8TDSc
4 AASA2N1 24 AASATPb
5 AASALRf 25  AASA2DGc
6 AASAl1Hnc 26 AASA3DCph
7  AASA8Hnc 27 AASASRf
8 AASA5Pb 28 AASA3Ht
9 AASA3ac 29 AASA2m

10 AASA2Pb 30 AASAlam
11 AASA8PH 31 AASASDG
12 AASAIpK 32 AASA2Ra
13 AASATDGc 33 AASA8s
14 AASAdac 34 AASAIPH
15 AASAIm 35 AASAGPb
16 AASA3Pb 36 AASA2DHc
17 AASALPb 37 AASA1DCph
18 AASA8DCph 38 AASA2Mw
19 AASATac 39 AASASHt

20 AASA2TDSc 40 AASA2am
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C.1. Anexos Experimento 1

Cuadro C.1: Resumen de puntajes de prueba obtenidos en Experimento 1 para con-
junto 1STN.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.
OLS -2.00 -1.02 2.75 0.58 -9.16 216 226 051 292 1.34

RIDGE -0.05 0.27 091 0.60 -2.48 1.35  1.19 044 220 0.79
LASSO -0.47 -0.01 1.27 0.21 -4.03 1.62 158 044 246 1.00
PLS -0.37 017 142 0.65 -3.41 148 123 0.63 279 0.69
SVR -0.13 0.04 0.60 0.41 -1.61 148 152 042 224 087

118
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Cuadro C.2: Resumen de puntajes de entrenamiento obtenidos en Experimento 1
para conjunto 1STN.

Train R? Train RMSE

T Med. o Max. Min. T  Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.56 0.55 0.04 0.62 0.50 112 1.14 0.06 1.18 1.00
LASSO 0.23 0.18 0.21 0.83 0.10 1.45 154 0.28 1.57 0.66
PLS 0.56 0.53 0.08 0.78 0.48 .11 1.16 0.13 1.21 0.78
SVR 0.57 0.57 0.10 0.76 043 1.09 1.07 0.14 1.28 0.1

Cuadro C.3: Resumen de puntajes de prueba obtenidos en Experimento 1 para con-
junto 4LYZ.

Test R? Test RMSE
T  Med. o Max. Min. T  Med. o Max. Min.
OLS 5760 -1.17 890  0.22 -26.67 2.35 241 0.82 3.60 1.18

RIDGE -0.79 -0.08 1.50 0.52 -3.71 147 139 061 271 0281
LASSO -1.09 -0.21 1.78 -0.01 -4.50 1.66 1.47 068 286 0.75
PLS -1.76 -0.07 293 0.74 -7.24 1.63 1.68 0.77 284 0.69
SVR -0.57 0.04 1.30 0.51 -3.70 143 1.25 066 281 0.80

Cuadro C.4: Resumen de puntajes de entrenamiento obtenidos en Experimento 1
para conjunto 4LYZ.

Train R? Train RMSE

T Med. o Max. Min. T Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.46 0.47 0.10 0.55 0.17 1.20  1.18 0.12 151 1.06
LASSO 0.09 0.00 0.27 0.86 0.00 1.52 1.65 033 1.71 0.62
PLS 0.54 050 0.12 0.86 0.44 1.09 1.15 0.18 1.21 0.62
SVR 041 037 0.10 0.69 0.35 1.25 129 0.16 1.36 0.80
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Cuadro C.5: Resumen de puntajes de entrenamiento obtenidos en Experimento 1

para conjunto 1BPI.

Train R? Train RMSE

T Med. o Max. Min. T  Med. o Max. Min.

OLS 1.00 1.00 0.00 1.0 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.92 091 0.03 1.0 0.89 0.656 0.71 022 0.75 0.03
LASSO 0.93 0.92 0.04 1.0 0.90 0.55 0.68 029 0.70 0.00
PLS 0.85 0.85 0.07 1.0 0.75 089 091 029 1.14 0.16
SVR 0.88 0.89 0.02 09 0.85 081 0.81 0.03 087 0.77

C.2. Anexos Experimento 2

Cuadro C.6: Resumen de puntajes de prueba obtenidos en Experimento 2 para con-

junto 1STN.
Test R? Test RMSE

T Med. o Max. Min. T  Med. o Max. Min.
OLS -195.45 -1.41 566.20 0.82 -1803.79 6.42 3.00 7.49 2288 0.47
RIDGE -0.08 0.26 098 0.63 -2.69 1.37 118 050 245 0.74
LASSO -0.53  0.27 2.06 0.72 -6.16 147 136 062 2.72 0.70
PLS -0.20 0.18 1.17  0.68 -3.05 144 1.23 0.73 3.32 0.66
SVR -0.16 -0.08 0.64 047 -1.75 1.50 152 045 234 0.81
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Cuadro C.7: Resumen de puntajes de entrenamiento obtenidos en Experimento 2
para conjunto 1STN.

Train R? Train RMSE

T Med. o Max. Min. T  Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.52 0.51 0.05 0.62 0.46 117 1.20 0.07 1.24 1.00
LASSO 0.57 0.56 0.06 0.70 0.50 1.10 1.14 0.09 1.17 0.89
PLS 0.52 050 0.08 0.74 0.45 1.16 1.21 0.12 1.25 0.83
SVR 0.51 0.52 0.09 0.65 0.39 1.17  1.14 0.12 134 1.01

Cuadro C.8: Resumen de puntajes de prueba obtenidos en Experimento 2 para con-
junto 4LYZ.

Test R? Test RMSE
T  Med. o Max. Min. T  Med. o Max. Min.
OLS -51.50 -5.65 76.96 -2.44 -236.92 595 441 4.42 14.28 2.58

RIDGE -0.88 -0.06 1.64 0.48 -4.16 148 137 059 2.66 0.85
LASSO -0.85 -0.23 145 0.14 -4.39 1.62 146 0.74 290 0.75
PLS -1.18  0.04 224 0.69 -5.79 1.50 149 065 275 0.73
SVR -0.60 -0.06 1.20 0.59 -3.03 146 1.24 0.72 3.03 0.75

Cuadro C.9: Resumen de puntajes de entrenamiento obtenidos en Experimento 2
para conjunto 4LYZ.

Train R? Train RMSE

T Med. o Max. Min. T Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.38 0.39 0.08 048 0.17 1.28 1.28 0.10 151 1.13
LASSO 0.15 0.00 0.24 0.59 0.00 1.50 1.65 0.27 1.71 1.06
PLS 0.40 039 0.04 047 0.37 1.26  1.27 0.06 132 1.14
SVR 038 035 012 0.71 0.30 1.28 133 0.18 140 0.78
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Cuadro C.10: Resumen de puntajes de prueba obtenidos en Experimento 2 para
conjunto 1BPI.

Test R? Test RMSE
T Med. o Max. Min. T Med. o Max. Min.
OLS -163.40 -89.37 210.46 -3.64 -707.88 17.38 16.21 9.71 33.85 5.51
RIDGE 0.27 0.38 0.67 0.90 -1.34 1.27 1.12 046 2.11 0.73
LASSO 0.20 0.27 0.70 0.90 -1.25 1.31 1.18 0.46 2.11  0.72
PLS -0.10 0.33 1.30 0.90 -3.27 1.40 1.30 0.44 2.13 0.82
SVR 0.29 0.48 0.90 0.92 -2.15 1.19 1.03 046 2.01 0.62

Cuadro C.11: Resumen de puntajes de entrenamiento obtenidos en Experimento 2
para conjunto 1BPI.

Train R? Train RMSE

T Med. o Max. Min. T Med. o Max. Min.

OLS 1.00 1.00 0.00 1.00 1.00 0.00 0.00 0.00 0.00 0.00
RIDGE 0.79 080 0.02 0.84 0.76 1.07  1.09 0.06 1.13 0.95
LASSO 0.77  0.77 0.02 0.81 0.73 1.13  1.15 0.06 1.18 1.02
PLS 0.75 076 0.03 0.79 0.67 1.19 120 0.08 131 1.03
SVR 0.81 0.81 0.02 0.84 0.78 1.04 1.05 0.06 1.12 0.94

C.3. Anexos Experimento 3
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